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ZUSAMMENFASSUNG

Kiinstliche Intelligenz (KI) hat in den letzten
Jahren enorme Fortschritte gemacht. Ermdg-
licht wurde dies durch die Verfigbarkeit immer
groBerer Rechenleistung, den Zugang zu im-
mer mehr Daten sowie durch die Entwicklung
neuer Algorithmen. In den letzten zwei Jahren
sind zudem generative Kl-Methoden (GenAl)
hervorgetreten — insbesondere sogenannte
Large-Language-Modelle (LLM). Ein solches
LLM ist bspw. die Grundlage von ChatGPT, ei-
nem Chatbot, der fir Aufsehen auch in der brei-
teren Offentlichkeit gesorgt hat. Spatestens
seitdem ist das Thema ,Kinstliche Intelligenz*
in aller Munde.

Die Einsatzmdglichkeiten von KI sind vielfaltig.
Es besteht die Mdglichkeit, zahlreiche Aufgaben
und Prozesse in Wirtschaft und Wissenschaft,
in Unternehmen und der Forschung wesentlich
effizienter zu bearbeiten und zu gestalten. Ex-
pertinnen und Experten sehen ein riesiges Po-
tenzial.

Auch im Bereich der Arzneimittelentwicklung
wird ein riesiges Potenzial fiir KI gesehen und
damit fur Akteure in der (bio)pharmazeutischen
F&E — in Industrie sowie in der akademischen
Forschung, in Pharma- und Biotech-Unterneh-
men sowie in Forschungsinstitutionen und
Hochschulen.

In Bayern sind diese Akteure eingebettet in ei-
nem der international starksten Innovations-
und Industriecluster in der Biotechnologie
und angewandten Gesundheitsforschung.
Unterstiitzt wird dieser Cluster von der BioV
Biotech Cluster Development GmbH (Bio"),
die als Netzwerkorganisation der Biotechnolo-
giebranche im GroRraum Munchen und Bayern
im Auftrag des Bayerischen Wirtschaftsmi-
nisteriums agiert. Im Rahmen seiner Aktivita-
ten identifiziert, bewertet und implementiert
BioM aktuelle Themen und Trends in der Me-
dizin und im Gesundheitswesen. Ziel ist es, Im-
pulse fir die inhaltliche Ausrichtung und
nachhaltige Entwicklung des Standorts zu
setzen. Vor diesem Hintergrund beschaftigt sich
BioM intensiv mit dem Thema KI und den Fol-
gen dieser Technologie fiir den Cluster als
Wirtschafts-, Biotechnologie- und For-
schungsstandort. Auch von den Akteuren im
Cluster wird in Uberwiegender Mehrheit Kl und
ihren Anwendungen ein enormes Potenzial zu-
gesprochen. Nicht selten hért und liest man im

Zusammenhang mit Kl die Begriffe ,Revolution®
oder ,Game-Changer*.

Doch wie lasst sich dieses riesige Potenzial,
das in Kl gesehen wird, fiir die Akteure im Oko-
system der BioM realisieren? Wie konnen die
Cluster-Akteure in Wirtschaft und Wissenschaft
Kl nutzen und damit Mehrwert darstellen? Wo
in der (bio)pharmazeutischen Wertschdpfungs-
kette kann Kl eingesetzt werden, um Arznei-
mittel effizienter, schneller und besser zu
entwickeln? Welche Rahmenbedingungen
sind dafur erforderlich? Was sind die Erfolgs-
faktoren und Herausforderungen? Welche
MaBnahmen sollten ergriffen werden, um diese
Rahmenbedingungen zu schaffen und bayeri-
sche Akteure im BioM-Okosystem zu unterstiit-
zen, das Potenzial von Kl bestmoglich zu re-
alisieren? Wie kénnen die Chancen genutzt
werden? Wie kann das BioM-Okosystem in
diesem Kontext weiterentwickelt werden?

Um diese Fragen zu beantworten und die In-
halte der Studie zu erarbeiten, wurden eine aus-
giebige Literaturrecherche sowie Interviews
mit insgesamt 20 im Bio“-Okosystem akti-
ven Vertreterinnen und Vertretern aus For-
schungsinstitutionen, aus grof’en Pharma-
und Tech-Unternehmen, aus Biotech- und
TechBio-Unternehmen sowie aus dem Inves-
toren-Bereich durchgefiihrt. Der Schwerpunkt
der Studie liegt dabei auf der Wirkstofffindung
und -entwicklung, d.h. auf der Phase in der
(bio)pharmazeutischen Wertschépfungskette,
die auch den Schwerpunkt fir die vielen Bio-
tech-Unternehmen im Cluster sowie auch fir
die mit dem Aufschwung von Kl entstehenden
neuen TechBio-Unternehmen darstellt, fir wel-
che das bayerische BioM-Okosystem sich als
Standort anbietet.

Ein ausfiihrlicher Uberblick (iber die Einsatz-
moglichkeiten, die Potenziale und den Mehr-
wert von Kl in der (bio)pharmazeutischen
Wirkstofffindung und -entwicklung verdeut-
licht und unterstreicht das enorme Potenzial,
welches dem Einsatz von Kl zugesprochen
wird. Kl-Einsatz kann vor allem die Entwick-
lungszeit verkiirzen und die Erfolgswahr-
scheinlichkeit erh6hen, einen sicheren und
wirksamen Wirkstoff zu entwickeln. Eindrucks-
volle Erfolgsbeispiele fur Zeit- und Kostener-
sparnisse sowie Effizienzgewinne durch den
Einsatz von Kl werden in Info-Boxen und



Ubersichten dargestellt. Zusammenfassend
lasst sich abschatzen, dass Kil zeitliche und fi-
nanzielle Einsparungen von 25 bis 50% in
der Arzneimittelentwicklung ermoglichen
kann. Das ist — in Anbetracht der hohen Ent-
wicklungskosten fiir ein Arzneimittel von durch-
schnittlich tber 2 Mrd. EUR und der langen Ent-
wicklungszeit von 10-15 Jahren — ohne Frage
ein enormes Potenzial.

Dies gilt nicht nur fur die bestehenden Biotech-
Unternehmen und Forschungsinstitutionen im
BioM-Okosystem, sondern insbesondere fiir die
sogenannten TechBio-Unternehmen, die ihre
gesamten F&E-Ablaufe und ihr Wertverspre-
chen auf Kl-Tools aufbauen und damit ein
neues Geschaftsmodell schaffen. Nach Ein-
schatzung der interviewten Expertinnen und Ex-
perten bietet das BioM-Okosystem hervorra-
gende Voraussetzungen fir die Ansiedlung
von TechBio-Unternehmen, insbesondere
dadurch, dass im bestehenden Biotech-Cluster
viele Unternehmen und viel Infrastruktur vor-
handen sind, welche den TechBio-Unterneh-
men Zugang zu Nasslabor ermdglichen. Ne-
ben den Erfolgsfaktoren Zugang zu Daten so-
wie Zugang zu Rechenleistung wurde dieser
Zugang zu Nasslabor in den Interviews als ein

Schliusselelement betont. Es ist ein zu be-
obachtender Trend bei TechBio-Unterneh-
men, wie sie ihr KI-Modell sowie die Ergeb-
nisse daraus experimentell im Nasslabor vali-
dieren und damit auf eine wertvollere Stufe
heben kénnen. Dies kann sie in eine wesentlich
bessere Position bringen — sowohl gegentber
Kunden und Kooperationspartnern als auch ge-
geniber Investoren.

Als Folgenabschéatzung der Technologie-Inno-
vation, die Kl darstellt, in Anbetracht des riesi-
gen Potenzials, welches in KI fir die (bio)phar-
mazeutische Wirkstofffindung und -entwicklung
und damit fur die Cluster-Akteure gesehen wird,
sowie im Hinblick auf die hervorragenden Vo-
raussetzungen fur eine mégliche Ansiedlung
von aufkommenden TechBio-Unternehmen
lasst sich daher zusammenfassend fir den
Wirtschafts-, Biotechnologie- und Forschungs-
standort Bayern bzgl. einer Weiterentwicklung
des BioM-Okosystems folgende Aussage tref-
fen: Es bieten sich beste Chancen, neben ei-
nem international fiihrenden Biotech-Stand-
ort auch zum fithrenden TechBio-Standort
zu werden.



1. EINLEITUNG

1.1. INHALTE UND ZIELE DER STUDIE

Kiinstliche Intelligenz (KI) hat in den letzten
Jahren enorme Fortschritte gemacht. Nicht we-
nige Stimmen sprechen von einer Zeitenwende.

Ermdoglicht wurde dies durch die Verfligbarkeit
immer groRerer Rechenleistung, den Zugang
zu immer mehr Daten sowie durch die Entwick-
lung neuer Algorithmen, die dies entsprechend
nutzen. In den letzten zwei Jahren sind zudem
generative Kl-Methoden (GenAl) hervorgetre-
ten — insbesondere sogenannte Large-Langu-
age-Modelle (LLM). Ein solches LLM ist bspw.
die Grundlage von ChatGPT, einem Chatbot,
der fiir Aufsehen auch in der breiteren Offent-
lichkeit gesorgt hat. Spatestens seitdem ist das
Thema ,Kulnstliche Intelligenz® in aller Munde.

Die Einsatzmdglichkeiten von Kl sind vielfaltig.
Es besteht die Mdglichkeit, zahlreiche Aufgaben
und Prozesse in Wirtschaft und Wissenschaft,
in Unternehmen und der Forschung wesentlich
effizienter zu bearbeiten und zu gestalten. Ex-
pertinnen und Experten sehen ein riesiges Po-
tenzial.

Auch im Bereich der Arzneimittelentwicklung
wird ein riesiges Potenzial fur Kl gesehen und
damit fur Akteure in der (bio)pharmazeutischen
Forschung & Entwicklung — in Industrie sowie in
der akademischen Forschung, in Pharma- und
Biotech-Unternehmen sowie in Forschungsin-
stitutionen und Hochschulen.

In Bayern sind diese Akteure eingebettet in ei-
nem der international starksten Innovations-
und Industriecluster in der Biotechnologie
und angewandten Gesundheitsforschung.
Unterstltzt wird dieser Cluster von der BioM
Biotech Cluster Development GmbH (BioV).
Mit der Mission, ein einzigartiges Okosystem in
Medizin & Biotechnologie als Grundlage fur In-
novation, Wachstum und Wertschépfung in
Bayern zu schaffen, agiert BioM seit 25 Jahren
als Netzwerkorganisation der Biotechnologie-
branche im GroRraum Minchen und Bayern im
Auftrag des Bayerischen Wirtschaftsministe-
riums.

Der BioM-Cluster umfasst den Grofsraum Min-
chen und beinhaltet heute eine Anzahl von rund
450 Biotechnologie- und Pharma-Unternehmen

sowie assoziierte Dienstleister. Die Kernkompe-
tenz der Region ist die Entwicklung innovativer
Therapeutika, Diagnostika und der zugrundelie-
genden Technologien, insbesondere flr die per-
sonalisierte Medizin. Zusatzlich koordiniert Bio™
das bayerische Netzwerk der Biotechnologiere-
gionen im Cluster Biotechnologie Bayern als
Teil der Cluster Offensive Bayern. Hierbei han-
delt es sich um einen Zusammenschluss baye-
rischer Life-Science-Standorte, deren Interes-
sensverbande und Unternehmen BioM in einem
Netzwerk miteinander verknupft und internatio-
nal vertritt. BioM unterstiitzt zudem bayerische
Biotech-Unternehmen in jeder Phase der Unter-
nehmensgrindung.

Im Rahmen seiner Aktivitaten identifiziert, be-
wertet und implementiert BioM aktuelle The-
men und Trends in der Medizin und im Ge-
sundheitswesen. Ziel ist es, Impulse fiir die in-
haltliche Ausrichtung und nachhaltige Ent-
wicklung des Standorts zu setzen. Dabei sol-
len optimierte, global wettbewerbsfahige Rah-
menbedingungen fir Innovation, Unterneh-
mensaufbau und -wachstum geschaffen wer-
den. Dies unterstiitzt Bio™ durch gezielte Inter-
aktionen mit dem politischen, wissenschaftli-
chen und wirtschaftlichen Umfeld.

Vor diesem Hintergrund beschéftigt sich BioV
intensiv mit dem Thema Kl und den Folgen
dieser Technologie fiir den Cluster als Wirt-
schafts-, Biotechnologie- und Forschungs-
standort. Auch unter den Akteuren im Cluster
bewerten laut einer aktuellen Umfrage rund
60% der Befragten das Potenzial von KI fur die
Zukunft der Biotechnologie mit ,sehr hoch — KIi
wird entscheidende Durchbriiche ermdglichen”
und weitere rund 30% sehen in Kl ,ein niitzli-
ches Werkzeug unter vielen weiteren® [1]. Auch
hier wird also von den Akteuren im Cluster in
Uberwiegender Mehrheit Kl und ihren Anwen-
dungen ein enormes Potenzial zugesprochen.
Nicht selten hért und liest man im Zusammen-
hang mit Kl die Begriffe ,Revolution oder
»,Game-Changer” [2].



,, Die generative Biologie ist ein Game-Changer. Sie transformiert die Arzneimittel-
forschung. Sie nutzt KI- und ML-basierte Computermodelle und verkntipft sie mit
dem bestehenden Verfahren des automatisierten Hochdurchsatzverfahrens im La-
bor. Fur die Entwicklung eines Protein-Arzneimittels bis zur klinischen Phase be-
nétigen wir heute im Durchschnitt Gber verschiedene Programme, die wir gefahren
haben, 60% weniger Zeit als noch vor 5 Jahren.

Vertreterin Big Pharma'

Um den revolutionierenden Einfluss neuer generativer KI-Methoden auf die Art und Weise,
wie Wirkstoffe gefunden und entwickelt werden, auszudriicken — namlich iberzugehen von
einem ,Search and discover‘-Modus hin zu einem ,Design and generate®-Ansatz beziglich
biologischer Funktion und Protein-Funktion im Kontext von Erkrankungen — wurde bereits
der Begriff ,Generative Biology* gepragt [3]. Hier wachst KI und Biomedizin sichtbar zu-
sammen — was sich u.a. auch bereits organisatorisch bei (bio)pharmazeutischen Unter-
nehmen in Form entsprechender Arbeitsgruppenbezeichnungen niederschlagt.

,, In unserem Unternehmen ist ein visionarer Schritt vollzogen worden. Unser ehe-

maliger globaler R&D-Leiter hat nun die neugeschaffene Rolle des globalen Chief

Technology Officer und er hat die Data-Science- und Kl-Expertinnen und -Ex-
perten in seine Abteilung geholt, die nun diese Technologien Uber die gesamte
R&D und das gesamte Unternehmen hinweg Uberall integrieren. Das zeigt, wel-
ches Gewicht Kl-Technologie innerhalb des Unternehmens bekommt. Und es

zeugt von wirklicher Weitsicht. Man hat verstanden, dass die Zukunft denen geho-

ren wird, die es schaffen, mit Hilfe dieser Technologiespriinge den R&D-Prozess

zu revolutionieren.

Diese Idee finde ich genial und absolut bestechend: Data Science und Biological
Science in eine Abteilung zusammenzubringen. Kl ist ein riesiges Versprechen
und das ist fur das Unternehmen eine Umwalzung erheblicher Art, aber eben eine
Umwalzung, die verspricht, genau diese Effizienzen und Beschleunigung des
R&D-Prozesses durch Kl tatsachlich nachhaltig zu machen.

Vertreterin Big Pharma

! Bei den eingefligten Zitaten aus den Interviews wurde — um die Interviewteilnehmerinnen und Interviewteilnehmer in anonymi-
sierter Form und in kurzer Art und Weise zu beschreiben — durchgehend die weibliche Form verwendet. Es sei darauf hingewiesen,
dass es sich hier sowohl um eine Frau als auch um einen Mann handeln kann.



Doch wie Iasst sich dieses riesige Potenzial,
das in Kl gesehen wird, fiir die Akteure im Oko-
system der BioM realisieren? Wie kdnnen die
Cluster-Akteure in Wirtschaft und Wissenschaft
Kl nutzen und damit Mehrwert darstellen? Wo
in der (bio)pharmazeutischen Wertschdpfungs-
kette kann Kl eingesetzt werden, um Arznei-
mittel effizienter, schneller und besser zu
entwickeln?

Welche Rahmenbedingungen sind dafiir erfor-
derlich? Was sind die Erfolgsfaktoren, Heraus-
forderungen und Optimierungspotenziale? Wel-
che MaBnahmen sollten ergriffen werden, um
diese Rahmenbedingungen zu schaffen und
bayerische Akteure im BioM-Okosystem zu un-
terstutzen, das Potenzial von Kl bestméglich
zu realisieren? Wie kdénnen die Chancen ge-
nutzt werden? Wie kann das BioV-Okosystem
in diesem Kontext weiterentwickelt werden?

Diese Fragen zu beantworten, ist Ziel der vor-
liegenden Studie.

Dazu soll zunachst ein Uberblick gegeben wer-
den Uber die Einsatzméglichkeiten, die Po-
tenziale und den Mehrwert von Kl in der
(bio)pharmazeutischen Arzneimittelentwick-
lung. Der Schwerpunkt liegt dabei auf der Wirk-
stofffindung und -entwicklung, d.h. auf der
Phase in der (bio)pharmazeutischen Wert-
schoépfungskette, die auch den Schwerpunkt fir
die vielen Biotech-Unternehmen im Cluster so-
wie auch fur die mit dem Aufschwung von Ki

1.2. METHODIK

Um die Inhalte der Studie zu erarbeiten, wurden
eine ausgiebige Literaturrecherche sowie In-
terviews mit Expertinnen und Experten
durchgefuhrt.

Im Rahmen der Literaturrecherche wurden Gber
120 Literaturquellen ausgewertet und einbezo-
gen (siehe Literaturverzeichnis im Anhang).

Interviewt wurden insgesamt 20 im Bio“-Oko-
system aktive Vertreterinnen und Vertreter aus
Forschungsinstitutionen, aus grof’en Pharma-
und Tech-Unternehmen, aus Biotech- und Tech-
Bio-Unternehmen sowie aus dem Investoren-
Bereich.

entstehenden neuen TechBio-Unternehmen
darstellt, fir welche das bayerische BioM-Oko-
system sich als Standort anbietet.

Ebenso sollen die Rahmenbedingungen und
Erfolgsfaktoren beschrieben werden, um dann
daraus Handlungsempfehlungen fiir Politik,
Wirtschaftsférderung und das Okosystem zu
formulieren.

Ziel aller Aktivitaten ist, die vorhandenen Bio-
tech-Unternehmen sowie die Ansiedlung neuer
TechBio-Unternehmen zu férdern und zu unter-
stitzen und damit zwei Schliisseltechnolo-
gien — Biotechnologie und Kiinstliche Intelli-
genz — in Bayern weiter nachhaltig zu starken.
Dies nutzt nicht nur den Unternehmen in Bay-
ern, die durch Kl einen Wettbewerbsvorteil er-
langen kénnen, und nicht nur dem Standort, der
durch ein starkes, innovatives, wachsendes und
dynamisches Wirtschaftsumfeld profitiert. Es
nitzt insbesondere auch Patientinnen und Pati-
enten, die damit schneller an sichere, wirk-
same, individuell passende und erschwingliche
innovative Arzneimittel gelangen kénnten. Dar-
Uber hinaus hat Kl als Schllusseltechnologie
Auswirkungen, die weit Uber Biotechnologie
hinausgehen und auch andere Wirtschafts-
zweige verandern. Die Starkung in der Schlis-
seltechnologie Kl ist daher von tbergeordneter
Bedeutung. So ergibt sich letztendlich Nutzen
fur die gesamte Gesellschaft und jeden einzel-
nen von uns.

Eine Reihe von KI-Anwendungen und Aktivita-
ten von Firmen aus der Literaturrecherche wer-
den in verschiedenen Abbildungen beispielhaft
dargestellt. Die Erfahrungsberichte, Aussagen
und Empfehlungen der Interviewpartnerinnen
und -partner sind an verschiedenen Stellen in
Zitaten wiedergegeben und waren eine wichtige
Grundlage fur die Formulierung der Handlungs-
empfehlungen.



2. KUNSTLICHE INTELLIGENZ IN DER

(BIO)PHARMAZEUTISCHEN

ARZNEIMITTELFORSCHUNG UND -ENTWICKLUNG

Ein Arzneimittel zu entwickeln, ist komplex,
langwierig, von hohen Ausfallraten gepragt und
damit teuer. Von der ersten Idee Uber die prak-
linischen und klinischen Phasen bis hin zur
Marktzulassung vergehen nach Schatzungen
10-15 Jahre [4, 5, 6] und fir die durchschnittli-
chen Gesamtkosten reichen die Schatzungen
von 1,5-2 Mrd. US-Dollar [4, 5, 6] bis zu 2,8 Mrd.
US-Dollar [7, 8], wobei in den Kosten abgebro-
chene Projekte aufgrund der Nichteignung von
Wirkstoffkandidaten sowie Kapitalkosten, die
aufgrund der langen Entwicklungszeit einen
nicht unerheblichen Anteil ausmachen, mit ein-
berechnet sind. Nach aktuellen Schatzungen
mussen sechs [5] bis zehn [4] — im Mittel also
acht [9, 8] — Wirkstoffkandidaten in die klinische

Testung eintreten, damit einer davon die Zulas-
sung erreicht (Abb. 1). Rund 50% [4, 9] bis 60%
[5] und damit der grofite Teil der Gesamtkosten
entfallen auf die klinischen Phasen, die am
Ende der Entwicklung vor einer Zulassung ste-
hen. Das Scheitern eines Wirkstoffkandidaten
in der spaten klinischen Phase ist daher mit be-
sonders hohen ,versunkenen“ Kosten (,sunk
costs”) verbunden. Deshalb ist das Bestreben in
den vorangehenden Entwicklungsphasen,
Wirkstoffkandidaten, die es nicht durch den Ent-
wicklungsprozess schaffen werden, so friih wie
madglich zu erkennen und auszusortieren, bevor
sie weitere, vergebliche Investitionen und Kos-
ten verursachen.

Target Substanz- Lead- Praklinische  Klinische Phasen: Zulassung zur
i g ing Opt g Tests Phasel Phasell Phaselll Markteinfihrung
s
{J Daver ~1.5 Jahre ~ 1.5 Jahre ~ 1.5 Jahre ~1Jahr ~15 Jahre ~2.5 Jahre ~2.5 Jahre ~ 1.5 Jahre
Kosten pro
1:8' NME P ~3% ~6% ~1r% ~T% ~15% ~21% ~26% ~5%
Erfolgswahr-

‘/ scheinlichkeit

SAR = Structure-
Activity Relationship
(Struktur-
Wirkungsbeziehung)

ADME = Absorption,
Distribution,
Metabolism, Excretion
(Absorption
Verteilung
Metabolismus
Ausscheidung)

PK = Pharmakokinetik

Target-Validierung

~66.4% ~48.6% ~59%

~ Y

)

_ /g/
\

Dosis, Wirksamkeit,
Toxizitat
Pharmakokinetik (PK),
Dosiseskalation, Toxizitat

SAR, Arzneimittel-Eigenschaften, Laslichkeit,

Phase Il & Phase Il

Phase |

Praklinische Tests &

Lead-Optimierung Permeabilitat, ADME, Plasma-PK, Wirksamkeit, Toxizitat

Visual / High-Content Screening (HCS),

Substanz-Screening High-Throughput Screening (HTS)

Krankheitsmodelle, Target-Identifizierung, Target-Validierung



Es besteht ein enormes Potenzial, mit dem Ein-
satz von Kunstlicher Intelligenz (Kl) diesen Pro-
zess an vielen unterschiedlichen Stellen ent-
lang der gesamten (bio)pharmazeutischen
Wertschdpfungskette effizienter und effektiver
zu machen [9]. Dies bietet die Mdglichkeit, jah-
relange Arbeit und kostspielige Investitionen
einzusparen. So kann Kl unter anderem dabei
helfen, mit systematischen Analysen relevante
Muster aus riesigen Datenmengen zu erken-
nen, geeignetere Wirkstoffkandidaten aufzufin-
den oder auch klinische Studien effizienter um-
zusetzen. Auf diese Weise kdnnen mithilfe von
Kl-Tools medizinisch bessere und individuellere
Medikamente schneller entwickelt werden —
zum eigenen Wettbewerbsvorteil fir die
(bio)pharmazeutischen Unternehmen sowie
zum Wohle von Patientinnen und Patienten [8].

So findet Kl auch in der Pharma- und Biotech-
Industrie immer breitere Anwendung, was vor
allem an den seit 2017 immer zahlreicheren
technologischen Entwicklungen liegt, welche
eindricklich den Mehrwert von Kl in diesem Be-
reich aufzeigen [10, 11]. Konkrete Einsparpo-
tenziale durch Kl sind nur bedingt abschatzbar,
da sie von der jeweiligen Entwicklung sowie
dem Wissensstand zur jeweiligen Krankheit ab-
hangig sind.

Eine Marktanalyse von Bekryl Market Analysis
sieht fur Kl bis 2028 das Potenzial, in der Arz-
neimittelentwicklung weltweit 70 Mrd. US-Dollar
einzusparen [12]. Laut Analysen von verschie-
denen Unternehmensberatungen kann Ki zeitli-
che und finanzielle Einsparungen von 25 bis
50% in der Arzneimittelentwicklung ermdgli-
chen [13, 14].

Riesiges Kl-Potenzial sieht auch eine Analyse
von McKinsey, die Uber die gesamte pharma-
zeutische Industrie hinweg durch Generative Kl
einen moglichen jahrlichen Wertgewinn von 60
bis 110 Mrd. US-Dollar berechnet. Hierbei ent-
fallt mit 18 bis 30 Mrd. US-Dollar der gréfte

Anteil auf den Bereich ,Vermarktung®, dicht ge-
folgt vom Bereich ,Forschung und Wirkstofffin-
dung® mit geschatzten 15 bis 28 Mrd. US-Dollar
pro Jahr und dem Bereich ,klinische Entwick-
lung®, in dem ein Potenzial von jahrlichen 13 bis
25 Mrd. US-Dollar gesehen wird [14].

Sehr viele Pharma- und Biotech-Unternehmen
nutzen daher bereits Kl in verschiedenen Berei-
chen.

In den folgenden Unterkapiteln sollen die Ein-
satzmdglichkeiten von Kl in der (bio)pharma-
zeutischen Arzneimittelforschung und -entwick-
lung aufgezeigt, eingesetzte Kl-Tools und An-
wender von Kl naher beschrieben und schlief3-
lich der Mehrwert von Kl in F&E verdeutlicht
werden. Dazu werden Anwendungsfalle (Use
Cases) und Beispiele fir den Einsatz von Kl in
der (bio)pharmazeutischen Arzneimittelfor-
schung und -entwicklung aufgefiihrt, die das rie-
sige Potenzial weiter unterstreichen und aufzei-
gen. Dabei liegt der Fokus der hier vorliegen-
den Studie auf den frilhen Phasen der
(bio)pharmazeutischen = Wertschopfungs-
kette, d.h. es werden vor allem KI-Anwen-
dungsfalle in den Phasen , Target-ldentifizierung
und -Validierung®, ,Wirkstofffindung® sowie
~praklinische Entwicklung“ beschrieben, da dies
auch vor allem den Kernaktivitatsbereich von
Biotech-Unternehmen darstellt. Anwendun-
gen von Kl in der ,klinischen Priifung” werden
trotz der zunehmenden Bedeutung aufgrund
dieser thematischen Fokussierung hier nur kurz
angerissen, um den Rahmen der Studie nicht
zu sprengen, wahrend Kl-Anwendungen im Be-
reich ,Vermarktung® in dieser Analyse aus den-
selben Grinden bewusst ausgeklammert wer-
den.

Den Anwendungsfallen von Kl in der Wirk-
stofffindung und -entwicklung vorangestellt ist
ein einleitendes Unterkapitel zu Grundlagen
bzgl. Kunstlicher Intelligenz (KI).



2.1. KUNSTLICHE INTELLIGENZ — EINFUHRUNG UND GRUNDLAGEN

Klnstliche Intelligenz ist allgegenwartig und hat
sich mittlerweile schon in unseren Alltag einge-
schlichen, sei es aktiv in Anwendungen wie
ChatGPT oder eher unbemerkt im Hintergrund,
wenn beispielsweise Fotos mit dem Smart-
phone gemacht werden. Bevor auf die Anwen-
dung von kunstlicher Intelligenz in der Biotech-
nologie und insbesondere in der (bio)pharma-
zeutischen Wirkstofffindung und -entwicklung
eingegangen wird, soll zun&chst in einem kur-
zen Uberblick aufgefiihrt werden, was kiinstli-
che Intelligenz ist und wie sie funktioniert.

Kiinstliche Intelligenz — die Revolution hin-
ter Anwendungen wie ChatGPT

Kinstliche Intelligenz (KI), oder in Anlehnung an
das Englische Artificial Intelligence auch artifizi-
elle Intelligenz (Al), ist eine Art der Datenverar-
beitung in der Informatik. Hierfiir werden groRe

Abb. 2:

Klnstliche Intelligenz
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A/
Iy
g/
N
§/
o/
&
% /

Maschinelles Lernen

Datenmengen mittels verschiedener Technolo-
gien und Algorithmen erfasst, analysiert und
ausgewertet. Durch Verknipfungen und Kombi-
nationen verschiedener Modelle und Algorith-
men kdénnen unterschiedliche Auspragungen an
Kinstlicher Intelligenz erreicht werden.

Das Spektrum von kiinstlicher Intelligenz reicht
von einfachen Automatisierungen wie Wenn-
Dann-Sonst-Beziehungen Uber maschinelles
Lernen und Mustererkennung (sowohl fiir Text
als auch Bild) bis hin zu Transferleistungen und
maschinellen Eigenkreationen, bspw. Kl-gene-
rierte Bilder. Echte Kreativitat, also das Schaf-
fen von Neuem, ist mit dem heutigen Stand der
Informatik nicht abbildbar. Weitere Entwicklun-
gen hoherer Kinstlicher Intelligenz sind Uber
neuronale Netze und Deep-Learning-Algorith-
men mdglich. Die verwendeten Algorithmen und
Modelle kénnen unterschiedlicher Natur sein
und vielfaltig kombiniert werden (Abb. 2).

Beispiele fur Techniken, Modelle und Algorithmen

Generative Adversarial Networks (GANs)
PixelRNN / PixelCNN

Variational Autoencoder (VAES)
Boltzmann-Maschinen

Generative Modelle

Genetische Algorithmen

Naturinspirierte Schwarmintelligenz (ACO / PSQ)

Algorithmen Bienenalgorithmus
Firefly Algorithmus
. Q-Lernen
Reinfi t
cimoroemen Deep Q-Netze

Leamning Policy Gradient-Methode

Durch Kombinationen verschiedener Techniken, Modelle,
Algorithmen und Architekturen kdnnen verschiedene und
Stufen der klnstlichen Intelligenz erreicht werden.



ChatGPT ist eine der bekanntesten sprach-
basierten KI-Anwendungen

Kl-Modelle wie ChatGPT stammen aus dem Be-
reich des ,Natural Language Processing®
(NLP), also des maschinellen Verarbeitens na-
turlicher Sprache. Mittels neuronaler Netz-
werke, Transformer-Architektur und Deep-Lear-
ning-Algorithmen im NLP kénnen grof’e Text-
mengen verarbeitet und Large Language Mo-
dels (LLM) erstellt werden.

Ein bekanntes Beispiel fur ein LLM ist das Ge-
nerative Pretrained Transformer (GPT) Sprach-
modell von OpenAl. In diesem Modell wird die
Kl auf Textbasis vortrainiert, kann grofRe

Abb. 3: Beispiele ChatGPT und BERT

ChatGPT

Entwickelt von OpenAl
Funktion

Chatbot far Text, Bild und Audio
(Erkennung, Verarbeitung, Erstellung) mit
Uber 200 Milliarden Parametern

Anwendungsbeispiel

Texterstellung zu ausgewahlten Themen
(wie Referat, Witz, Gedicht), Fehlersuche,
Lésen von Mathematikaufgaben

Textmengen auswerten und mittels Musterer-
kennung und Wahrscheinlichkeitsvorhersagen
in Bezug auf Wortfolgen Text generieren. Text
ist dabei sprachunabhangig und umfasst bei-
spielsweise auch Programm-Code [15].

Anwendungen wie ChatGPT oder BERT zur
Suchoptimierung von Google sind nicht an den
Anwendungszweck, fir den sie entwickelt wur-
den, gebunden (Abb. 3). lhr Potenzial kénnte
auch in anderen Bereichen wie eben z.B. der
Wirkstofffindung und -entwicklung genutzt wer-
den. Hierfir sind allerdings meist erhebliche An-
passungen bzw. Weiterentwicklungen erforder-
lich, um diese spezifischen Aufgaben erfiillen zu
kénnen [16].

BERT

Bidirectional Encoder Representations
from Transformers
Entwickelt von Google

Funktion E

Kontext und Wortbeziehungen erfassen,
Stimmungsanalyse von Texten

Anwendungsbeispiel

Bestandteil der Google-Suche fir lange
Suchanfragen
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Die lange Reise der Kl steht noch am Anfang

Die Idee der Kiinstlichen Intelligenz selbst ist
keine Neuheit. Ein Erfolg auf dem Weg zur Kl
war beispielsweise der Schachcomputer Deep
Blue von IBM, bekannt durch seinen Sieg ge-
gen den damals amtierenden Schachweltmeis-
ter im Jahr 1996. Die Technologien wie Maschi-
nelles Lernen wurden in den letzten 30 Jahren

weiterentwickelt und mit neuen Ansatzen, Tech-
niken und Algorithmen kombiniert. In den letz-
ten Jahren hat die Kl einen besonderen Auf-
schwung erlebt. Trotzdem stehen die Technolo-
gien und Techniken der KI noch am Anfang, was
auch die folgende Grafik von Gartner zeigt
(Abb. 4).

Abb. 4:
Hype Cycle fiir Kl 2023
A
Intelligents Roboter Generative Kl
Verantwortungsvolle KI
Meuromorphes Computing
Prompt Engineering — Foundation
- Allgemeine kiinstliche Intelligenz Modelle Synthetische Daten
Decision Intelligence
ModelOps
g Al TRISM
: Operative KI-Systeme
= Composite K|
: Datenzentrierte Kl
) Edge-KI Computer
g KI-Engineering ue ViﬁiOrl/—
| KI-Simulation -
u Kausale Kl Cloud-Kl- -
Berieo —/ Kennzeichnung und
Neurosymbalische KI Wissensgraphen Beschriftung von Daten
Multiagent-Systeme Intelligente Anwendungen
KI-Grundprinzipien Autonome Fahrzeuge
Automatische KI-Entwickler- und
Systeme Schulungs-Kits
Gipfel der
iiberzogenen Tal der Pfad Plateau der
Innovationsausléser Erwartungen Enttduschungen der Erleuchtung Produktivitat
L]
Zeit

Das Plateau wird erreicht in:

() weniger als 2 Jahren @ 2 bis 5 Jahren @ 5 bis10 Jahren

gartner.de

Quelle: Gartner
@ 2023 Gartner, Inc. undfoder deren Tochterunternehmen. Alle Rechte vorbehalten. 2079794

A mehr als 10 Jahren Stand: Juli 2023

Gartner.



Nach Gartners Kl Hype Cycle aus dem letzten
Jahr stehen die meisten Ansatze noch auf dem
Gipfel der Erwartungen. Die Zeit, bis diese An-
satze in die etablierte Anwendung gelangen,
wird innerhalb der nachsten zehn Jahre gese-
hen. Das gilt auch fir generative Modelle (oder
GenAl), zu denen unter anderem auch das
oben aufgefiihrte Beispiel ChatGPT zahlt und
welche bereits jetzt schon zahlreiche Anwen-
dungen finden. Diesem Modell sowie der Ent-
scheidungsintelligenz spricht Gartner ein be-
sonderes Innovationspotenzial zu [18].

, , Bei der Vorbereitung auf
eine Zukunft mit verstarktem
KI-Einsatz muss sich die IT
mit vielen Architektur- und
Bereitstellungsoptionen aus-
einandersetzen.

Quelle [19]

Immer mehr Unternehmen nutzen Ki

Immer mehr Start-ups tummeln sich im Bereich
der Kl, Tendenz steigend. Um Kl sinnvoll nutzen
zu kénnen, mussen Unternehmen einige Vorar-
beit leisten. Zum einen muss die entsprechende
Hardware mit hohen Rechenleistungen und
Speicherkapazitaten zur Verarbeitung grofRer
Datenmengen vorhanden sein. Cloud-Lésun-
gen sind aufgrund der grof3en Menge an Daten
und dem damit verbundenen Transferbedarf
nicht immer eine Alternative, so dass entspre-
chende lokale Systeme eingerichtet werden
mussen. Zum anderen mussen die Daten zum
Trainieren und Auswerten verfiigbar sein [19].

Ebenso wie technische Aspekte, wie Daten und
Systeminfrastruktur, sind Wissen und Expertise
gefragt. Fachexpertinnen und -experten sollten
dabei sowohl die inhaltliche als auch die techni-
sche Komponente abbilden bzw. ein Grundver-
standnis mitbringen, so dass Zusammenhange
gesehen und Kl wertbringend entwickelt und
eingesetzt werden kann.


https://www.computerweekly.com/de/meinung/Kuenstliche-Intelligenz-Anwendungsfaelle-richtig-erkennen

2.2. EINSATZMOGLICHKEITEN VON KI IN DER (BIO)PHARMAZEUTISCHEN

FORSCHUNG & ENTWICKLUNG

Im Folgenden sollen nun die verschiedenen
Einsatzmoglichkeiten von Kl in der (bio)phar-
mazeutischen Arzneimittelforschung und -ent-
wicklung naher betrachtet werden. Wie ein-
gangs bereits erwahnt, liegt dabei der Fokus
der hier vorliegenden Studie auf den friihen
Phasen der (bio)pharmazeutischen Wertschop-
fungskette, d.h. den ersten Schritten der Medi-
kamentenentwicklung.

Diese beginnt mit der Grundlagenforschung, bei
der Krankheitsursachen und Ansatzpunkte fir
Medikamente (sogenannte ,Targets®) identifi-
ziert und validiert werden (Target-lIdentifizierung
und -Validierung).

Darauf folgt die Wirkstofffindung, bei der — hau-
fig durch Screening gegen das Target (Hit-

Abb. 5:

Target-ldentifizierung N
und -Validierung Wirkstofffindung

Identifizierung) — mdgliche Kandidaten ermittelt,
die vielversprechendsten Hits ausgewahit
(Lead-Selektion, auch als ,Hit-to-Lead* be-
zeichnet) und diese Leads anschlief3end opti-
miert (Lead-Optimierung) werden.

Danach folgt die praklinische Entwicklung, in
der die Wirksamkeit und Sicherheit einiger we-
niger optimierter Leads mit Hilfe von Labor- und
Tierversuchen getestet werden, um den besten
Wirkstoffkandidaten fir klinische Studien am
Menschen auszuwahlen.

Abb. 5 zeigt diesen Ausschnitt aus der Wert-
schopfungskette. Ein Blick auf die klinische Ent-
wicklung folgt spater.

Praklinische

Praklinische

Target- Target- Hit- Lead- Lead-
Identifizierung Validierung Identifizierung Selektion Optimierung

Validierung des Targets ~ Suche (Screening)
(Bestatigung der nach Wirkstoffen mit

Entwicklung

Identifizierung eines
Targets (Aufstellen

Priorisierung der Optimieren der besten  Studien zu Formulierung,
besten Hits, diedamit ~ Leads, um gewlnschte  Dosierung, ADME,/ Tox

einer Hypothese) mit Hypothese) durch gewlnschten 7u Leads werden Eigenschaften weiterzu  und Auswahl des besten
Hilfe von Datenanalyse, entsprechende Eigenschaften (z.B. verbessern (Z.B. Leads fur anschlieBende
Literaturrecherche, Laborexperimente biologische Aktivitat, Bindungsaffinitat, Klinische Entwicklung
genetischen Screens, Bindung an Target) Pharmakokinetik und
etc. Pharmakodynamik,

Laslichkeit, Off-Target

Bindung, etc.)

Einen Uberblick mit Beispielen und Anwen-
dungsfallen fur den Einsatz von Kl in der vorkli-
nischen Phase, welche grob ein Drittel der ge-
samten Entwicklungsdauer ausmacht, gibt

Abb. 6. Verschiedene dieser Anwendungsfalle
entlang der vorklinischen Wertschépfungskette
werden im Folgenden ausfuhrlicher dargestelit.



Abb. 6:

Target-ldentifizierung .
und ~Validierung Wirkstofffindung
Target- Target- Hit- Lead- Lead- Praklinische
Identifizierung Validierung Identifizierung Selektion Optimierung? Entwicklung

Sicherheit und Toxizitat

Verstehen von Krankheitsursachen

Patent-/Literaturrecherche PK,/PD-Simulation

Genomische Analyse* QSP-Modellierung
Netzwerkanalyse (,OMICS“-Analyse)4
Daterintegraton/ anaise?
Drug Repurposing HTS-Unterstitzung?!
Identifizierung von Biomarkem Virtuelles Screening
De-novo-Generierung Synthese-Strategien

Struktur-Aktivitits-Analyse und -Vorhersage
ADME,/Tox-Modellierung
Vorhersage funktioneller Eigenschaften?
Funktionelle Optim.2

Impfstoffe

Epitopvorhersage, -selektion, -bindungsvorhersage mRNA-Sequenzoptim.
Lipidnanopartikel-Optim_
Antikorper

Bibliothek-Screening
Vorhersage/Analyse der Antikdrper-Antigen-Interaktion
Vorhersage funktioneller Eigenschaften®
Funktionelle Optim.2

ANWENDUNG VON KI ZUR
IDENTIFIZIERUNG UND VALIDIERUNG
NEUER TARGETS

Im ersten Abschnitt der F&E-Wertschopfungs-
kette, der Identifizierung und Validierung neuer
Targets, kann Kl helfen, bestehendes Wissen

auch aus Studien — sowie die Integration dieser
Daten in die Analysen.
Genom-Analyse

Kl kann bei der Analyse von Genom-Daten da-
bei unterstitzen, Mutationen oder Genvarianten

zu sortieren und umfassender zu nutzen. Dies
wird insbesondere relevant, da die Menge an
verflgbarem medizinischem Wissen zuneh-
mend wachst und flir Menschen im Detail kaum
mehr Gberschaubar ist. Es werden unterschied-
liche Ansatze verfolgt, die in den folgenden Ab-
schnitten naher beschrieben werden und die
sich auch gegenseitig erganzen kénnen (siehe
auch Abb. 6). Elementar ist dabei meist die Ver-
fugbarkeit von umfangreichen medizinisch rele-
vanten Daten zu den Patientinnen und Patien-
ten bzw. Probandinnen und Probanden — so-
wohl aus der Versorgung (real world data) als

zu identifizieren, die mit bestimmten Erkrankun-
gen in Verbindung gebracht werden kdnnen.
Wenn die genetischen Faktoren, welche Krank-
heiten beeinflussen, besser verstanden wer-
den, dann lassen sich darauf aufbauend eher
vielversprechende Targets flir therapeutische
Interventionen finden. Kl kann insbesondere
ihre Starken ausspielen, wenn es um riesige
Datenmengen geht, die allein schon wegen ih-
res Umfangs fiir Forschende schwierig zu ana-
lysieren sind — so z.B. bei multifaktoriell beding-
ten Erkrankungen mit genetischen Faktoren,
wie bspw. viele Erkrankungen der Indikationen
Herz/Kreislauf oder Krebs.



Netzwerkanalyse und Systembiologie
("OMICS-Analyse")

Kl Iasst sich einsetzen, um komplexe biologi-
sche Netzwerke und Systeme zu analysieren
und zu modellieren. Uber das Verstandnis der
Interaktion verschiedener Gene, Proteine und
anderer molekularer Faktoren kénnen For-
schende mogliche Targets identifizieren, bei de-
nen eine Modulation der biologischen Aktivitat
eine therapeutische Wirkung entfalten kénnte.
Im Kontext des sogenannten Computer-aided
drug design (CADD) wird KI — in Form von
Sprachmodellen (siehe Info-Box unten) und da-
rauf aufbauenden Chatbots — genutzt, um auto-
matisiert Informationen aus verfigbaren Daten-
banken zum gewlnschten Krankheitsbild zu
sammeln und zu organisieren. Dies kdénnen
nicht nur Literatur-Datenbanken sein, sondern
auch zum Beispiel Gen- oder Proteindatenban-
ken sowie die steigende Menge an Multi-
OMICS-Daten [10]. OMICS-Daten beziehen

Sprachmodelle in Medizin und Forschung

sich dabei auf die Analyse der bei einer Krank-
heit beteiligten Gene in Form von DNA (Geno-
mics) und deren Ubersetzung (Transkription) in
RNA (Transkriptomics), die daraus entstehen-
den Proteine (Proteomics) und die von diesen
Proteinen verarbeiteten Stoffwechselprodukte
(Metabolomics).

,, Ich sehe groltes Wachs-
tumspotenzial bei LLMs in
der Interpretation der Un-
mengen von Daten — Stich-
wort ,Datenanalyse per
Konversation®.

COO TechBio

Seit ChatGPT sind Sprachmodelle (Large Language Models, LLM) und darauf aufbauende
Chatbots auch in der breiteren Offentlichkeit bekannt. Das Potenzial dieser Art von KI-An-
wendungen wird auch in der (bio)pharmazeutischen Wirkstofffindung und -entwicklung re-
alisiert. Hier sind allerdings — wie generell fir Anwendungen im Gesundheitssektor — er-
hebliche Anpassungen der gelaufigen Modelle, wie ChatGPT, BARD oder BLOOM, not-

wendig bis hin zu Eigenentwicklungen [8, 16].

Beispiele fur solche Sprachmodelle sind Med-PalM von Google (auf Basis von in Wissens-
graphen organisierten Informationen zu Krankheiten und verknipften Genen) oder ein von
der Firma Insilico Medicine eingesetzter Chatbot, der als intuitive Schnittstelle zur firmen-

eigenen Forschungsplattform dient.

Wird ein Sprachmodell auf Basis von Molekil- oder Proteindatenbanken trainiert, dann
kann die Kl ebenso genutzt werden, um neue Molekile oder Proteine zu erstellen. Dazu
werden chemische Formeln oder die Aminosauresequenzen von Proteinen in maschinen-
lesbare Formen Uberfuhrt und kénnen dann von der Kl verarbeitet und als Trainingsgrund-
lage genutzt werden — analog, wie es sonst mit Text geschieht. Einen solchen Chatbot nutzt
bspw. das TechBio-Unternehmen Exscientia (UK).

Ein bei Sprachmodellen auftretendes Problem ist die sogenannte Halluzination. Darunter
versteht man die Eigenheit von Sprachmodellen, teilweise falsche beziehungsweise erfun-
dene Angaben zu erzeugen. Dies geschieht infolge fehlender oder unvollstéandiger Infor-
mationen zu einem Thema in der Datenbasis des Sprachmodells. Diese Halluzinationen
erscheinen trotzdem mitunter plausibel und sind daher je nach Kontext schwer als solche
erkennbar. Ein Versuch, dieses Problem der Halluzination im medizinischen Kontext zu
kompensieren, ist das sogenannte Evidence Surfacing. Dabei wird die Aussage der Kl
durch reale Zitate aus Publikationen oder Verweise auf Datenbankeintrage erweitert, was
dann als Basis fir eine Prifung der Validitat durch den Menschen dient [8, 20].



Datenintegration und -analyse

Aufbauend auf diesen Daten kénnen automati-
siert Wissensgraphen fir Erkrankungen erstellt
werden. Wissensgraphen sind netzartige Dar-
stellungen aller Ursache-Wirkungs-Zusammen-
hange und Wechselwirkungen im Korper auf
molekularer Ebene im Zusammenhang mit ei-
ner Krankheit. Diese Graphen kénnen zur Tar-
get-ldentifizierung genutzt werden - von
Mensch oder Kl — und zeigen ihren Mehrwert
vor allem bei komplexen Krankheitsbildern wie
Krebs oder neurodegenerativen Krankheiten
[21]. Hier bietet KI groRes Potenzial, da KI-Sys-
teme riesige Mengen biologischer, chemischer
und medizinischer Daten integrieren und analy-
sieren konnen. So kénnen mit Hilfe von Kl fir
menschliche Wissenschaftlerinnen und Wis-
senschaftler schwierig zu erfassende komplexe
Muster und Zusammenhange entdeckt, neue
biologische Stoffwechsel- oder Signalwege so-
wie molekulare Strukturen identifiziert oder be-
stehende besser verstanden werden, die als
potenzielle Targets in Frage kommen. Zu mdég-
lichen KI-Anwendungen in diesem Bereich zah-
len unter anderem automatisierte Bildanalyse,
Mustererkennung in Screening-Datensatzen
oder die Entdeckung neuer Biomarker?.

Zu dem Anwendungsfeld, bestehendes Wissen
zu sortieren und umfassender zu nutzen, geho6-
ren auch von einer Kl durchgefihrte Patent-
und Literaturrecherchen. Wie bereits erwahnt,
ist es aufgrund der riesigen Menge an taglich
neuen Publikationen fir Forschende heutzu-
tage selbst in einem eng gefassten Fachgebiet
schwierig bis unmdglich, alle Veroéffentlichun-
gen zu lesen. Hier kann Kl helfen, indem sie
samtliche verfiigbaren Publikationen heran-
zieht, auswertet und die Ergebnisse zusam-
menfasst. So kénnten Wissenschaftlerinnen
und Wissenschaftler vollig neue Ideen entwi-
ckeln, auf die sie sonst moglicherweise nicht
gekommen waéren.

Kl kann sogar aus der Analyse der Publikatio-
nen selbst Schlussfolgerungen ziehen und
mogliche Targets aktiv vorschlagen. Die durch
Kl gewonnenen Informationen kénnen auch in
einen Wissenschafts-Chatbot integriert werden,
dem die Forschenden Fragen stellen kénnen.
Beispiele fir solche Chatbots sind "JulesOS"
von GSK mit einer ChatGPT-ahnlichen Benut-
zeroberflache sowie "plai" von Sanofi, eine Kl-
Anwendung, die interne Daten des
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Unternehmens nutzt und so Entscheidungsfin-
dungen besser und schneller unterstitzt. Entwi-
ckelt wurde "plai" zusammen mit dem Munch-
ner Kl-Start-up AILY LABS.

Drug Repurposing

Eine weitere vielversprechende Anwendungs-
moglichkeit fur Kl, die im weitesten Sinn der
Phase der Target-ldentifizierung und -Validie-
rung zugeordnet werden kann, liegt im Bereich
Drug Repurposing [8, 22]. Unter Drug Repurpo-
sing versteht man die Umnutzung von bereits
zugelassenen Arzneimitteln fir andere Krank-
heitsbilder. Dadurch kann die Entwicklung deut-
lich schneller und kostengulnstiger sein als die
Entwicklung eines neuen Medikaments von
Grund auf, da diese Stoffe direkt in die klinische
Phase Il eingehen kénnen. Durch die Analyse
vorhandener Daten zu Medikamenten und de-
ren Wirkungen auf Targets — sei es das mit der
urspringlichen Indikation intendierte Target
oder eben weitere Targets, die im Zusammen-
hang mit anderen Krankheitsbildern stehen —
kann KI helfen, bestehende Medikamente zu
identifizieren, die potenziell fur die Behandlung
neuer Krankheiten umgewidmet werden koénn-
ten.

Ein Beispiel fir ein Kl-basiertes Drug Repurpo-
sing ist Dexmedetomidin, das urspriinglich als
Sedativum und Analgetikum fiir die Intensiv-
pflege entwickelt und zugelassen wurde. Mittels
Kl-gestutztem Drug Repurposing wurde es je-
doch auch als wirksam bei der Behandlung von
Agitation bei Schizophrenie und bipolaren St6-
rungen identifiziert, wofiir es im Jahr 2022 eine
Zulassung von der FDA erhielt [9].

ANWENDUNG VON KI IN DER PHASE DER
WIRKSTOFFFINDUNG

In der Phase der Wirkstofffindung, welche die
Hit-ldentifizierung, die Lead-Selektion (auch
,Hit to Lead") und die Lead-Optimierung um-
fasst (siehe Abb. 5 und Abb. 6), ist eine der
haufigsten und wichtigsten Anwendungen von
Kl die Vorhersage von Molekileigenschaften.
Beispiele fir vorhersagbare Eigenschaften sind
unter anderem Bindungsaffinitat, Target-Spezi-
fitat, Off-Target-Effekte, Wirksamkeit, Sicher-
heit, Herstellbarkeit, ADME/Tox (Absorption,
Distribution, Metabolisierung, Exkretion, Toxizi-
tat), Immunogenitat, Ldslichkeit/Aggregation,



Homogenitat?, Diffusion oder Proteininteraktion.
Fur diese relevanten Stoffeigenschaften existie-
ren vor allem zu niedermolekularen Strukturen
(Small Molecules), die nach wie vor den Grof3-
teil der Wirkstoffe bilden, umfangreiche Daten-
banken [8, 23], die Kl auswerten und nutzbar
machen kann. PubChem, eine der grofiten
Stoffdatenbanken, enthalt aktuell Informationen
zu mehr als 118 Millionen Substanzen [24].

Alle diese Informationen kénnen im virtuellen
Screening genutzt werden, um maogliche Wirk-
stoff-Kandidaten zu identifizieren. Kl hilft dabei,
aus den bekannten Stoffeigenschaften Modelle
fir die Interaktion mit dem geplanten Target vor-
herzusagen. Dieses Verfahren wird als quanti-
tative  Struktur-Wirkungs-Beziehung (engl.:
Quantitative  Structure-Activity Relationship,
QSAR) bezeichnet und es wurde bereits ohne
Kl genutzt. Die inzwischen verfiigbaren Daten-
mengen in Kombination mit der Auswertung
durch Kl ermdglichen allerdings deutlich prazi-
sere Vorhersagen zur Target-Lead-Interaktion
und auch schnellere Analysen einer groReren
Menge von Verbindungen [8, 25].

Bei bekannter und ausreichend charakterisier-
ter Target-Struktur kénnen Gber QSAR mit Kl-
Unterstitzung ideale Wirkstoffstrukturen vor-
hergesagt und die Vorschldge dann im nachs-
ten Schritt bspw. im Hinblick auf Ahnlichkeit zu
den bereits verfiigbaren, kommerziellen Verbin-
dungen oder auf die Synthetisierbarkeit hin aus-
gewahlt werden [8, 23]. Auch das bereits er-
wahnte Drug Repurposing von bereits zugelas-
senen Wirkstoffen wird mittels der beschriebe-
nen Ansatze deutlich vereinfacht. Die bekann-
ten Strukturen kdnnen dadurch virtuell und so-
mit nicht experimentell — letzteres ist wesentlich
aufwendiger — auf Aktivitat gegen neue Targets
getestet und hinsichtlich notwendiger Struk-
turanpassungen analysiert werden [26, 8].

Dabei kann Kl die Eigenschaften von physisch
existierenden Molekilen vorhersagen, aber
auch von Molekdlen, die bisher nur in silico, d.h.
nur im Computer, existieren. Darlber hinaus er-
moglicht Kl auch das Design komplett neuer
Molekule mit bestimmten vorhergesagten Ei-
genschaften. Hierbei kann man zwischen zwei
Fallen unterscheiden: zum einen der Erzeu-
gung von Varianten eines Molekuls (bspw.
durch Austausch von einzelnen Aminosauren
innerhalb eines Proteins, z.B. eines Antikorpers,
oder durch Austausch oder Ergdnzung einer
funktionellen Gruppe in einem Small Molecule)
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und zum anderen die vollstdndige De-novo-
bzw. Ab-initio-Generierung von Molekulen (z.B.
ein von Grund auf vollstandig neu generierter
Antikérper oder ein Small Molecule). Die
Grenze zwischen diesen beiden Fallen ist je-
doch flieRend.

Fir diese Vorgehensweisen werden im Rah-
men von sogenannten virtuellen Screening-Bib-
liotheken immer mehr Verbindungen zugang-
lich. Diese Bibliotheken bestehen aus Verbin-
dungen, die noch nicht hergestellt wurden, aber
synthetisch zuganglich sind und teilweise be-
reits bis zu 36 Milliarden Verbindungen umfas-
sen [27, 8]. Die hier genutzten generativen Ki-
Modelle arbeiten dabei auf Basis von Auto-En-
codern — dhnlich zu generativen Sprachmodel-
len wie ChatGPT. Als Input dienen bekannte
chemische Strukturen in der SMILES-Darstel-
lung (simplified molecular-input line-entry sys-
tem), wodurch auch komplexe Strukturen in
Form von Textzeilen dargestellt werden kénnen
und damit maschinell lesbar sind [28, 8].

Insbesondere in der Phase der Wirkstofffindung
unterscheiden sich Anwendungen, Anwendbar-
keit und Ausmal} der Nutzung von Kl zwischen
den wichtigen Arzneimittelkategorien wie Small
Molecules, Antikérpern und Impfstoffen (siehe
Abb. 6). Der Fokus liegt im Moment noch auf
Small Molecules, was aus den Zahlen einer
Analyse der stark anwachsenden Pipelines von
sogenannten  ,Al-first“-Biotech-Unternehmen
(definiert als Biotech-Unternehmen, fir die Ki
eine ganz zentrale Rolle in deren Wirkstofffin-
dungs- und -entwicklungsaktivitaten spielt [13])
deutlich hervorgeht: rund 80% der Giber 400 dor-
tigen Pipeline-Kandidaten im Jahr 2023 sind
Small Molecules [13, 9]. Auch bei den im Jahr
2023 von der FDA zugelassenen Arzneimitteln
finden sich mit 62% — nach wie vor — mehr Small
Molecules (Anzahl 34) als Biologicals (17 Pro-
teine (bspw. monoklonale Antikérper, Enzyme)
und 4 Oligonukletotide (bspw. RNA)) [29].

Zu jeder dieser Kategorien — Small Molecules,
Antikérpern sowie Impfstoffen — gibt es im Fol-
genden einen eigenen Abschnitt.

Gemeinsam sind allen dreien, was den Einsatz
von Kl in ihrer Erforschung angeht, folgende
beiden Aspekte.

Zum einen ist das die Automatisierung von
Laborprozessen. Hierbei werden Kl und Robo-
tik kombiniert, was die Effizienz steigert und



Fehler sowie Varianzen, die durch menschliche
Hand entstehen, reduziert. Ein Beispiel hierfir
ist die automatisierte Generierung und Analyse
mikroskopischer Aufnahmen von Zellkulturen.
Der Roboter entnimmt Zellkulturschalen aus ei-
nem Inkubator, bringt sie zum Mikroskop, macht
automatisch Aufnahmen und stellt die Schalen
dann wieder zurtick in den Inkubator. Die Kl un-
terstutzt dann bei der Analyse der Aufnahmen.

Die andere Gemeinsamkeit ist die In-silico-Un-
terstiitzung von Laborexperimenten. Oft ist
es im Kontext der Wirkstofffindung notwendig,
dass mehrere zeitraubende Runden im sog.
Design-Make-Test-Analyze-Zyklus (DMTA) ex-
perimentell durchlaufen werden missen, um
ein Molekul mit den gewunschten Eigenschaf-
ten zu erhalten. Hierbei kann Kl prozessunter-
stlitzend eingesetzt werden und die Qualitat der
Wirkstoffbibliotheken durch Machine Learning
in jeder Screening-Runde verbessern, indem
sie z.B. nicht erfolgversprechende Kandidaten
aussortiert oder neue, vielversprechende Vari-
anten vorschlagt. Kl-gestitzt kdbnnen Synthe-
sestrategien fur die Molekile entwickelt wer-
den. Diese basieren auf Reaktionsregeln und
ausgehend davon optimiert die Kl durch Nut-
zung eines Scoring-Systems den Syntheseweg
bspw. hinsichtlich der notwendigen Anzahl an
Syntheseschritten oder der Darstellbarkeit aus
verfigbaren Ausgangsstoffen [30, 8]. Im Rah-
men der Lead-Optimierungen kann Kl entspre-
chende Vorschlage zur Optimierung machen,
bestimmte Molekile Uber Ausschlusskriterien
ausselektieren oder sogar Experimente voll-
standig in silico simulieren.

Small-Molecule-Wirkstofffindung mit Ein-
satz von KI

Die Uberwiegende Mehrheit der heute verfiigba-
ren Arzneimittel gehoért zur Kategorie der Small
Molecules. Sie bestehen meist aus nur zwanzig
bis hundert Atomen und haben in der Regel ein
Molekulargewicht unter 1000 Dalton.

Zentral bei der Entwicklung von Small
Molecules ist die chemische Synthese, mit der
Medizinal-Chemiker in einem komplexen,
schrittweisen Prozess neue Molekile erschaf-
fen. Trotz einer jahrzehntelangen Erfahrung und
trotz des Einsatzes herkémmlicher Methoden
der Computerchemie (d.h. ohne Ki) ist dies im-
mer noch ein langer und mihsamer Prozess.
CADD (Computer-aided Drug Design) verwen-
det bspw. strukturelle Informationen Uber Tar-
gets und daran mdglicherweise bindende Kan-
didatenmolekile, um — basierend auf von Men-
schen definierten und einprogrammierten

Regeln — mogliche Interaktionen zwischen
Wirkstoff und Target vorherzusagen. Diese bis-
herigen Methoden reichen allerdings nicht aus,
um den gesamten chemischen Raum, d.h. die
Gesamtheit aller theoretisch mdglichen chemi-
schen Molekile, zu erforschen. Selbst die che-
mische Universaldatenbank GDB-17 mit der rie-
sigen Anzahl von schatzungsweise fast 170 Mil-
liarden Molekilen [31, 9] umfasst nur einen
Bruchteil des chemischen Raumes. Mit den her-
kommlichen Methoden konnte bei der Suche
nach wirksamen und sicheren Wirkstoffkandi-
daten bisher nur ein kleiner Teil des chemischen
Raumes erkundet werden. Mit dem Einsatz von
Kl besteht die Mdglichkeit, dies fundamental zu
erweitern.

Bei der Wirkstofffindung in der Kategorie Small
Molecules wird Kl in allen drei Phasen dieses
Prozesses eingesetzt: der Identifizierung von
Hits  durch  High-Throughput-Screening
(HTS), der Lead-Selektion und der Lead-Opti-
mierung [9, 8].

Beim HTS werden Tausende oder sogar Millio-
nen chemischer Verbindungen getestet, ob sie
an ein spezifisches Target binden bzw. eine
spezifische biologische Aktivitat dieses Targets
zu verstarken oder zu hemmen. HTS produziert
groRe Datenmengen und Kl kann eingesetzt
werden, um den Prozess zu optimieren und ef-
fizienter zu gestalten. Die haufigsten Anwen-
dungsbereiche dabei sind:

(1) Kl-basierte Bildanalyse, bei der bspw. im
sogenannten High-Content Screening mittels
Kl-gestutzter Bildanalyse Veradnderungen in
Zellen automatisch quantifiziert werden kénnen;

(2) Kl-basierte Datenanalyse und Verfeine-
rung, wobei Kl dazu verwendet werden kann,
die groRen Datenmengen der Screening- Re-
sultate zu verarbeiten. Die Kl kann dabei Muster
feststellen, die fir Menschen oder fiir herkbmm-
liche Software teilweise nicht erkennbar sind.
Die Kl wird auf den grofen Mengen der Scree-
ning-Daten trainiert und kann dadurch lernen,
Hits mit héherer Wahrscheinlichkeit zu identifi-
zieren, wobei sie mit jedem HTS-Durchlauf ihre
Vorhersagequalitat verbessern kann.

(3) Kl-vermittelte Integration zusatzlicher
Daten, da HTS haufig durch andere Technolo-
gien und Datenquellen, wie z.B. Genomik, Pro-
teomik oder computerbasiertes Molekildesign
(CADD), erganzt wird, um weitere Hinweise im
Hinblick auf die Qualitat eines moglichen Lead-
Kandidaten zu erhalten, kann hierbei Kl die



Integration und Analyse dieser hochkomplexen
Daten ubernehmen.

(4) Einsatz von Kl zur Reduzierung der Rate
an falsch-positiven Ergebnissen beim HTS,
was erreicht werden kann, indem die Kl lernt,
die komplexen Zusammenhange zwischen den
chemischen Strukturen und den im Screening
generierten Daten zu analysieren. Dann kann
sie dabei helfen, echte Hits zu identifizieren,
und damit Ressourcen einsparen und die Effizi-
enz des Entwicklungsprozesses erhdhen.

Doch Kl kann nicht nur als Unterstttzung im ex-
perimentell durchgefiihrten High-Throughput-
Screening eingesetzt werden, wie dies in den
Beispielen oben beschrieben ist. Es ist auch
moglich, mit Hilfe von KI das gesamte Scree-
ning in silico ablaufen zu lassen. Letzteres ge-
schieht derzeit jedoch bisher eher nur in Einzel-
fallen. Zu einem gewissen Zeitpunkt ist eine ex-
perimentelle Bestatigung notwendig und hilf-
reich fur die Auswahl der Kandidaten und auch
fiir ein Feedback zur Verfeinerung der Kl-Algo-
rithmen.

Auch in den nachsten beiden Phasen der Wirk-
stofffindung in der Kategorie Small Molecules,
d.h. der Lead-Selektion und Lead-Optimierung,
kann Kl eingesetzt werden [9]. Fir Selektion
und Optimierung von Small Molecules spielen
Eigenschaften wie Bindungsaffinitat, Absorp-
tion, Distribution, Metabolisierung, Exkretion,
Toxizitat, Loslichkeit, Off-Target-Effekte sowie

Erfolgsbeispiele

Insilico Medicine

wirtschaftliche grofitechnische Herstellbarkeit
eine entscheidende Rolle. Hier kénnen KI-Mo-
delle die Wahrscheinlichkeit vorhersagen, mit
der eine Verbindung gewlinschte Eigenschaften
zeigt, indem sie die chemischen Strukturen
analysiert und mit bekannten Daten korreliert.
Das kann die Forschenden bei der Auswahl un-
terstitzen und ihnen helfen, Verbindungen mit
geringer Erfolgswahrscheinlichkeit friihzeitig
auszusortieren. In den iterativen Design-Make-
Test-Analyze (DMTA)-Zyklen, die in der Lead-
Optimierung durchlaufen werden, kann die Ki
direkt zielfiihrende Modifikationen in der chemi-
schen Struktur der Leads vorschlagen.

Ein erfolgreiches Beispiel fiir ein KI-generiertes
Small Molecule ist die Entwicklung eines Wirk-
stoffkandidaten der Firma Insilico Medicine ge-
gen Fibrose (siehe Erfolgsbeispiel in Info-Box)
[8, 9, 32]. Hier wurde der Prozess von der Tar-
get- und Lead-ldentifizierung Gber die Lead-Op-
timierung bis hin zur Praklinik in nur 46 Tagen
durchlaufen — 15-mal schneller, als es durch-
schnittlich in der traditionellen Entwicklung ge-
dauert hatte. Der Wirkstoffkandidat hat die
Phase | der klinischen Entwicklung bereits er-
folgreich beendet, tratim Juni 2023 in die Phase
Il ein und ist das erste Small Molecule, welches
sowohl ein neuartiges, von Kl entdecktes Target
als auch ein neuartiges, Kl-generiertes Design
aufweist.

Das in Hong Kong und New York ansassige TechBio-Unternehmen Insilico Medicine
konnte mit einem Wirkstoffkandidaten gegen Fibrose den ersten von Grund auf mit Hilfe
von Kl entwickelten Wirkstoffkandidaten in die klinische Phase bringen [33, 34, 8, 35].
Ebenso war dies der erste so entwickelte Wirkstoff in klinischer Phase Il. Diese Phase |l

lauft derzeit noch [34, 36].

Hierbei wurde der Prozess von der Target- und Lead-ldentifizierung iiber Lead-Opti-
mierung bis hin zur Préklinik in nur 46 Tagen durchlaufen. In der Regel dauert dies zwei
bis drei Jahre [37, 8]. Der Kl-unterstlitzte Prozess war hier rund 15-mal schneller als das

herkdmmliche Vorgehen.

Weniger als 30 Monate dauerte es von Beginn des Projekts mit der Target-ldentifizie-
rung bis zum Beginn der klinischen Phase | [38, 39]. GewOhnlich dauert der Prozess
bis zu dieser Phase bis zu 6 Jahren, d.h. Insilico Medicine war hier mit seinem Ansatz 2-3-
mal schneller als eine traditionelle Entwicklung sowie geschatzt rund 10-mal giinstiger
als die bei traditionellem Vorgehen bis zu dieser Phase durchschnittlich anfallenden Kosten

von Uber 400 Mio. USD [39].



Fortsetzung Erfolgsbeispiele

In der klinischen Phase konnte im Vergleich zu herkémmlichen Wirkstoffkandidaten bisher
nicht viel Zeit eingespart werden, aber hier liegt die Hoffnung auf einer héheren Erfolgs-
wahrscheinlichkeit des Kandidaten aufgrund von besseren chemischen Eigenschaften und
einer besseren Target-Auswahl. Insilico hat auch fir die Rekrutierung der Teilnehmenden
fur die klinische Studie Kl eingesetzt, um diejenigen auszuwahlen, die wahrscheinlicher auf
den Wirkstoff ansprechen [34].

Die Forscherinnen und Forscher von Insilico Medicine beschreiben das Vorgehen von der
Target-ldentifizierung bis zum Beginn der klinischen Phase folgendermalen [33, 35, 40]:

Sie nutzten dazu Teile von Insilicos PHARMA.AI-Plattform. Zunachst identifizierten sie das
Target mit Hilfe von Insilicos PandaOmics. Sie fiitterten diese Plattform mit Multi-Omics-
Datensatzen aus Gewebe von Patientinnen und Patienten zusammen mit Text aus der wis-
senschaftlichen Literatur. PandaOmics lieferte eine priorisierte Liste von Targets. Nachdem
das Team einige Filter angewendet hatte — u.a. zu Krankheitsmechanismen, Proteinklasse
sowie zur Wahrscheinlichkeit einer ,druggability“ mit einem Small Molecule, ergab sich ein
Target, eine bestimmte Kinase, an der Spitze der Liste sowie der Vorschlag, dieses Target
zur Behandlung von idiopathischer Lungenfibrose (idiopathic pulmonary fibrosis, IPF) an-
zugehen. Diese Kinase ist bei einer Reihe von fibrotischen Erkrankungen beteiligt, wurde
aber hier mit Hilfe von Kl zum ersten Mal als spezifisches Target fur IPF identifiziert. Insilico
Uberpriifte die PandaOmics-Ergebnisse mit einer Transparenz-Analyse und fand, dass die
Target-Kinase ,in enger Verbindung steht* mit mindestens vier IPF-bezogenen Genen.

Als nachster Schritt folgte die Suche nach einem Wirkstoffkandidaten, der das Kinase-En-
zym hemmt. Insilico nutzte hierzu seine Molekiil-Design-Plattform Chemistry42, ein Typus
von Kl, der als Generative Adversarial Network (GAN) bezeichnet wird, um leicht zu syn-
thetisierende Small Molecules zu generieren, welche Wasserstoffbricken mit einem spe-
zifischen Teil des Enzyms bilden konnten. GANs lassen zwei Kls gegeneinander antreten:
eine, die Vorschlage generiert, und eine zweite, welche diese Vorschlage kritisiert — und
das Ganze in einem evolutionaren Prozess. Die Forschenden selektierten einige Wirkstoff-
kandidaten und priften diese im Nasslabor mit einem radiometrischen Enzymtest. Sie op-
timierten die Kandidaten, um ihre ADME-Eigenschaften zu verbessern und kamen so
schlieBlich zu einem Wirkstoffkandidaten fiir die klinische Phase. Der Prozess bis hierhin
dauerte 18 Monate — aus Sicht von Expertinnen und Experten beeindruckend kurz. Nach
einer Phase 0 zur Dosisfindung, bei der mit Inclinico fiir Design und Vorhersage von klini-
schen Studien ein weiterer Bestandteil von Insilicos PHARMA.AI-Plattform zum Einsatz
kam, ging der Kandidat nach insgesamt 30 Monaten Entwicklungszeit in die klinische
Phase I. Die klinische Phase Il dauert derzeit noch an [36].

Wozu bendtige ich Substanzbanken, wenn ich ein Target habe, fir das mir die KI
eine spezifische Wirkstoffstruktur entwerfen kann? Mir ist unklar, wieso bspw.
groRe Pharma-Unternehmen derartige Wirkstoffbibliotheken noch vorhalten.

CEO & Griinderin Biotech



Antikérperentwicklung mit Einsatz von Ki

Neben Small Molecules sind Antikérper* eine
der wichtigsten Wirkstoffkategorien [9]. Thera-
peutische Antikérper stellen aufgrund ihrer ho-
hen Target-Spezifitat und Bindungsaffinitat der-
zeit die grote Kategorie in der Gruppe der Bi-
opharmazeutika dar. Nach Angaben von The
Antibody Society sind Stand Mitte 2024 Uber
200 Antikérpertherapien zugelassen oder im
Zulassungsprozess [41].

Antikdrper sind komplexe Biomolekile und sind
in der modernen Medizin nicht mehr wegzuden-
ken, insbesondere fiir Indikationen, bei denen
es zuvor keine oder nur wenige Behandlungs-
moglichkeiten gab. Dazu z&hlen u.a. vor allem
Krebserkrankungen, Autoimmunerkrankungen
und Infektionskrankheiten.

Der herkémmliche Entwicklungsprozess fiir An-
tikorper griindet auf experimentellen Ansatzen
wie Immunisierung von Tieren oder auf dem so-
genannten Phagen-Display. Diese Methoden
sind zwar ausgereift und robust, jedoch auch
zeit- und arbeitsintensiv. AuRerdem lasst sich
mit diesen Methoden nicht auf alle Eigenschaf-
ten hin selektieren, die man sich von einem op-
timalen therapeutischen Antikdrper wuinscht.
Diese Eigenschaften betreffen zum einen die
Antikdrper-Antigen-Interaktion (d.h. Bindungs-
affinitat®, Target-Spezifitat inklusive Off-Target-
Effekten sowie Epitopbindung®) und zum ande-
ren funktionelle/biophysikalische Eigenschaften
(wie Immunogenitat, Ldslichkeit/Aggregation,
Homogenitat, Herstellbarkeit, Pharmakokinetik
[PK]/Pharmakodynamik [PD], Toxizitat etc.).

Zeit- und arbeitsintensiv sowie mit Limitationen
versehen sind vor allem die im Folgenden be-
schriebenen Schritte im Entwicklungsprozess.
Bezglich der Antikdrper-Antigen-Interaktion ist
die Sachlage derzeit so, dass es die herkdmm-
lichen Technologien — wenn man das vollstan-
dige Antigen zur Immunisierung bzw. im Pha-
gen-Display verwendet — nicht oder nur be-
grenzt erlauben, Antikérper fir ein ganz spezifi-
sches Epitop auf dem Antigen zu erzeugen. Es
werden fast immer Antikorper mit dabei sein, die
an andere Epitope auf dem Antigen sowie ,,0ff-
target” binden. Verwendet man, um dies zu ver-
meiden, lediglich ein Antigenfragment mit dem
spezifischen Epitop, kann es sein, dass dieses
nicht zu ausreichenden Anteilen korrekt gefaltet
ist. So besteht das Risiko, dass keiner der

entdeckten Antikérper den gewilnschten biolo-
gischen oder therapeutischen Effekt erzielt, da
er das Antigen nicht am relevanten Epitop bin-
det. Dies kann frithzeitig nur Gber eine Struktur-
aufklarung mittels Rdntgenkristallografie oder
Kernspinresonanzspektroskopie festgestellt
werden, wobei es sich bei beiden allerdings um
sehr zeitaufwendige Methoden mit niedrigem
Durchsatz handelt.

Doch selbst wenn ein Antikoérper die ge-
wulnschte Antigenbindung erzielt, kann es trotz-
dem sein, dass andere wichtige funktionelle
oder biophysikalische Eigenschaften fehlen,
wie z.B. Léslichkeit in hohen Konzentrationen,
Homogenitdt oder Herstellbarkeit in groflem
Malfistab. Man spricht im Hinblick auf diese Ei-
genschaften auch von der "Entwickelbarkeit"
(developability) eines Antikérpers. Nur die we-
nigsten anfanglichen Hits aus Tierimmunisie-
rungen oder Phagen-Display sind gut entwickel-
bar. AuRerdem sind Antikorper aus herkémmli-
chen Tierimmunisierungen im Menschen immu-
nogen, da sie im menschlichen Organismus als
Fremdprotein wahrgenommen werden. Sie
mussen daher erst noch ,humanisiert” werden,
d.h. der bindende Teil des Antikorpers muss mit
Hilfe von gentechnischen Methoden auf das
.Ruckgrat‘ eines humanen Antikorpers Ubertra-
gen werden, damit der daraus entstehende the-
rapeutische Antikdrper vom menschlichen Im-
munsystem entsprechend nicht mehr als
Fremdprotein wahrgenommen wird und nicht
entsprechend unerwiinschte Immunreaktionen
gegen den als Arzneimittel eingesetzten Anti-
korper auslést werden.

Mit dem Einsatz von Kl und auf Basis der Fort-
schritte, welche die KI-Systeme in letzter Zeit
gemacht haben, kann vielen der oben genann-
ten Limitationen begegnet werden. Kl-Anwen-
dungen werden daher immer mehr in die Ab-
laufe einbezogen, vor allem bei der Identifizie-
rung und Optimierung von Antikérpern. Ge-
wisse Hurden stellen jedoch noch der relativ
hohe Rechenaufwand zur Modellierung von An-
tikérpern sowie die im Vergleich zu Small
Molecules geringere Datenbasis dar [9].

Fir die Identifizierung und Optimierung von An-
tikdrpern kann eine Reihe von spezialisierten
KIl-Anwendungen eingesetzt werden. Drei Be-
reiche bei der Entwicklung von Antikdrpern, in
denen derzeit Kl schon erfolgreich verwendet



wird, sollen im Folgenden noch ndher beleuch-
tet werden, namlich (1) die Strukturvorhersage
von Antikérpern und ihren Interaktionen, (2) die
oben bereits angesprochene Humanisierung
von Antikérpern als Beispiel fur die Optimierung
einer funktionellen Eigenschaft sowie kurz (3)
das Phagen-Display als spezielle Technik zur
Entwicklung von Antikérpern.

Vorhersage der Antikérperstruktur

Antikorper (oder auch Antikdrper-Fragmente)
lassen sich im Prinzip auch allein mit Hilfe von
KlI-Modellen erstellen bzw. modifizieren, d.h.
ohne Laborexperimente. Hierbei werden Kl-Mo-
delle genutzt, die die dreidimensionale Struktur
eines Antikorpers bzw. Antikérper-Antigen-
Komplexes basierend auf den Aminosaurese-
quenzen vorhersagen. Mit der schnellen Ent-
wicklung von Deep-Learning-Lernmethoden
und der zunehmenden Menge an Antikérperda-
ten haben sogenannte generative Antikérper-
modelle in letzter Zeit groBe Fortschritte ge-
macht [42]. Sie zielen darauf ab, den gesamten
LAntikdrper-Raum®, d.h. die Gesamtheit aller
theoretisch mdglichen Antikérper, zu erkunden,
und werden immer weitreichender in den Anti-
kérper-Entwicklungsprozess integriert. Eine der
grolRten Herausforderungen bei der Entde-
ckung therapeutischer Antikérper ist es, ver-
schiedene neue Sequenzen zu finden, die
hochwertige Kandidaten fiir eine Antikorperthe-
rapie darstellen. Der Antikdrper-Sequenz-Raum
enthalt schatzungsweise bis zu 10'® Molekiile
[43].

Der bereits erwahnte traditioneller Ansatz einer
Immunisierung von Tieren ist wie gesagt zeit-
aufwendig und erfordert ein anschlieRendes
molekulares Engineering. In-vitro-Display-Tech-
niken (wie z.B. Phagen-Display, siehe mehr De-
tails spater) sind eine effektive Methode zur Ent-
deckung von Antikérpern, wobei Bibliotheken in
Form von Phagen-Displays bis zu 10" einzigar-
tige Molekile enthalten kénnen [44, 45]. Jedoch
ist der Suchraum fiir Antikérper mit den bereits
erwahnten 108 Molekilen so groB3, dass es fast
unmoglich ist, alle erdenklichen Sequenzen ex-
perimentell zu testen. Hier kann Kl helfen.

Auf Basis der Eingabedaten wahrend des Trai-
ningsprozesses kann die Kl schnell neue Anti-
kérpersequenzen ableiten und generieren [46].
Darlber hinaus kénnen Deep Generative Mo-
dels Interaktionen zwischen Aminosauren so-
wohl innerhalb von Antikérpern als auch zwi-
schen Antikérpern und Antigenen erkennen,
was ein effizienteres Antikdrper-Design ermog-
licht [47, 48].

In jungster Zeit wurden verschiedene solcher
Modelle entwickelt [42]. So nutzt z.B. Anti-
BARTy antikoérperspezifische Sprachmodelle
zur Unterstitzung des Antikérper-Designs und
generiert dabei neuartige Antikdrper mit verbes-
serten Eigenschaften [49, 42]. IgLM erstellt syn-
thetische Bibliotheken durch Re-Design von An-
tikbrpersequenzen mit variabler Lange [50].
EAGLE integriert u.a. antigene Epitop-Amino-
sauren in das Antikorpersequenz-Sampling, um
epitopspezifische Antikdrper zu entwerfen [51].

Neben der Generierung von Antikdrpersequen-
zen ist es auch wichtig, Antikdrperstrukturen mit
entsprechender Bindungsspezifitdt zu entwer-
fen. Insbesondere die Modellierung der antigen-
bindenden Teile des Antikorpers ist hierbei
wichtig [52]. IG-VAE generiert ein vollstandiges
Antikdrperskelett mit einem Varianten-Autoen-
coder, der dreidimensionale Koordinaten, Torsi-
onswinkel und Atom-Abstandskarten aus den
gelernten latenten Koordinaten prazise rekon-
struiert — basierend auf dem Input aus Trai-
ningsdaten [53]. IgFold, das speziell fir die Vor-
hersage von Antikdrperstrukturen entwickelt
wurde, kombiniert Sprachmodelle mit Graphen-
netzwerken, um die atomaren Koordinaten von
Antikérperstrukturen direkt vorherzusagen [54].
Daruber hinaus kann das Diffusionsmodell
RFdiffusion, das auf dem RoseTTAFold-Struk-
turvorhersagenetzwerk basiert, eine Vielzahl
von Proteinstrukturen generieren [55]. Chroma
ist ein generatives Modell fir Proteine und Pro-
teinkomplexe, das neue Proteinstrukturen und
-sequenzen direkt erfassen kann und das ent-
sprechend konditioniert werden kann, um den
generativen Prozess auf gewinschte Eigen-
schaften und Funktionen hin zu steuern [56].

AlphaFold — entwickelt von der Google-Tochter
DeepMind —ist eines der bekanntesten Tools flr
die Vorhersage von Proteinstrukturen. Die in-
zwischen dritte Version AlphaFold 3 zeigt signi-
fikante Verbesserungen bei der Vorhersage von
Antikérper-Protein-Interaktionen bzgl. Effizienz
und Genauigkeit [57]. Diese neue Version geht
zudem Uber die Vorhersage von Proteinstruktu-
ren hinaus und kann nun auch die Interaktionen
verschiedenster Molekile im Organismus, ein-
schliellich DNA, RNA und kleiner Molekiile wie
Liganden, prazise modellieren und die Struktur
ganzer molekularer Komplexe vorhersagen.
ESMFold, ein weiteres Vorhersagemodell, ent-
wickelt von Meta Al als Open Source, basiert
auf einem grofRen Sprachmodell anstatt auf der
herkdmmlichen Analyse von Mehrfach-Se-
quenz-Alignments (MSA). Das erhoht bei ESM-
Fold die Vorhersagegeschwindigkeit erheblich,



wahrend eine hohe Prazision beibehalten wird
[58, 9]. Auch AlphaFold 3 ist nicht mehr auf MSA
angewiesen [57]. Als letztes in dieser Auswahl
an Beispielen sei HelixFold-Multimer erwahnt,
welches sich auch fir die Vorhersage von
Antigen-Antikorper- und Peptid-Protein-Berlh-
rungsflachen eignet [59]. Generative Antikor-
permodelle entwickeln sich rasant, so dass in
naher Zukunft mit einem noch wesentlich brei-
teren Einsatz dieser Kl-Tools in der Entwicklung
von Antikérpern zu rechnen ist [42].

Optimierung von Antikérpern

KI-Anwendungen zur Optimierung von Antikor-
pern werden bereits breit eingesetzt. KI-Modelle
kénnen bspw. Modifikationen in Antikbrperse-
quenzen vorschlagen, die im Hinblick auf Bin-
dungsaffinitat, Target-Spezifitdt oder Epitopbin-
dung zu einer verbesserten Antikérper-Antigen-
Interaktion fihren kénnen. Die Modelle kénnen
auch das Epitop vorhersagen. Ebenso kdnnen
KI-Modelle auch dabei unterstiitzen, funktio-
nelle oder biophysikalische Eigenschaften zu
optimieren — wie z.B. Immunogenitat, Loslich-
keit/Aggregation, Stabilitat, Struktur und Funk-
tion bei unterschiedlichen Temperaturen, Ho-
mogenitat, Herstellbarkeit, Pharmakokine-
tik/Pharmakodynamik oder Toxizitat. Hierbei
kénnen die Kl-Modelle entweder vorhandene
Antikoérper bewerten oder angepasste Antikor-
persequenzen vorschlagen, um die funktionel-
len oder biophysikalischen Eigenschaften zu
verbessern. So kann eine héhere Temperatur-
Stabilitat die Zuganglichkeit und weltweite Ver-
fugbarkeit eines Arzneimittels — auch in arme-
ren Landern — stark beeinflussen, wenn man
moglicherweise nicht so stark auf (durchgan-
gige) Kuhlung bei Lagerung und Transport
(Kuhlketten) angewiesen ist [13].

Ein Beispiel fur die Kl-basierte Optimierung von
Antikdrpern ist ihre sogenannte Humanisierung,
wodurch — wie bereits friher erwahnt — ihre Im-
munogenitat verringert werden soll. Das ist ins-
besondere bei Antikdrpern notwendig, die durch
Immunisierung von Tieren gewonnen wurden.
Wie bereits beschrieben, werden hierzu die fur
die Antigenbindung wichtigen Aminosauren mit
Hilfe von gentechnischen Methoden in das
.Ruckgrat eines passenden menschlichen An-
tikérpers Ubertragen. Da es hierbei jedoch zu
Veranderungen der Eigenschaften des Antikor-
pers kommen kann, wie z.B. eine geringere An-
tigenbindung oder eine verstarkte Aggregation,
sind meist iterative, zeitintensive Testzyklen
notwendig, bevor man mit dem vielverspre-
chendsten Kandidaten dann in die weitere Opti-
mierung gehen kann. Mit Hilfe von KI-

Anwendungen, die anhand erfolgreicher Anti-
kérper-Humanisierungen trainiert wurden, kann
dieser Prozess maligeblich beschleunigt wer-
den, indem die KI humanisierte Antikdrper vor-
hersagt, welche nicht nur im Menschen keine
Immunreaktion gegen das Arzneimittel hervor-
rufen, sondern welche auch die erwiinschten
Eigenschaften des urspriinglichen Antikdrpers
beibehalten oder sogar Ubertreffen. Ein Beispiel
fur ein Tool, mit dessen ML-Algorithmen Antikor-
per in silico humanisiert werden kdnnen, ist die
Open-Source-Softwareplattform BioPhi [60, 9].

Noch lasst sich nicht abschlielend sagen, ob
sich Antikorper, die mit Hilfe der hier beschrie-
benen KI-Tools entwickelt werden, in der klini-
schen Entwicklung bewahren und es bis zur er-
folgreichen Zulassung schaffen. Dazu sind die
Kl-Tools zu neu und die fir eine Bewertung not-
wendigen Daten nicht verfigbar. Kl verspricht
aber, den Entwicklungsprozess deutlich zu be-
schleunigen und effizienter zu machen.

Die oben beschriebenen Aspekte zum Einsatz
von KI fur Entwicklung und Optimierung von An-
tikérpern gelten in ahnlicher Weise auch fiir wei-
tere therapeutische Proteine, wie bspw. En-
zyme, Rezeptoren und Fusionsproteine, Blutge-
rinnungsfaktoren, Peptid-Hormone, Zytokine
und Interferone, Toxine und Allergene. Auch fur
diese Stoffgruppen birgt die Anwendung von Ki
entsprechendes Potenzial.

Einsatz von Kl im Phagen-Display

Kurz soll noch auf den mdglichen KI-Einsatz
beim schon angesprochenen Phagen-Display
eingegangen werden. Das ist eine Technik, mit
der u.a. Antikérper gefunden werden konnen,
die an ein spezifisches Antigen binden. Phagen-
Display nutzt sogenannte Bakteriophagen. Das
sind Viren, die Bakterien infizieren. Gene, die
fur Antikdrper kodieren, werden in das Phagen-
genom eingesetzt. Jeder Phage prasentiert
dann einen bestimmten Antikérper (oder ein An-
tikorper-Fragment) auf seiner Oberflache. Milli-
onen von Phagen (sogenannte Phagen-Biblio-
theken), die jeder einen von Millionen verschie-
dener Antikorper tragen, werden mit einem Tar-
get-Molekdl in Kontakt gebracht. Die Phagen,
die mit ihrem prasentierten Antikbrper an das
Target binden, werden isoliert, in Bakterien ver-
mehrt und ihr Genom sequenziert. Uber die er-
mittelte Sequenz wird der hochspezifisch bin-
dende Antikorper identifiziert. In einem iterati-
ven Prozess werden mehrere Runden durchge-
fuhrt und dabei immer bessere Binder gewon-
nen, wozu auch Mutationen im Phagengenom
bei der Phagenvermehrung beitragen.



Der Einsatz von Kl kann beim Phagen-Display
in verschiedenen Bereichen unterstitzen und
dieses effizienter machen.

Zum einen ist dies der Fall bei der Datenana-
lyse, da beim Phagen-Display — ebenso wie
beim Small-Molecule-High-Throughput-Scree-
ning — eine enorme Datenmenge produziert
wird. Kl hilft bei der Analyse dieser Daten — ins-
besondere der Daten aus dem Next-Genera-
tion-Sequencing (NGS), wobei die Kl in den Se-
quenzen der antikorper-kodierenden Gene und
den daraus abgeleiteten Aminosaure-Sequen-
zen Muster und Korrelationen erkennen kann,
die fur menschliche Forschende nicht ohne
Weiteres zu erkennen sind. Dies kann helfen,
die vielversprechendsten Kandidaten fir die
weitere Entwicklung auszuwahlen.

Zum anderen kann Kl beim Design der Pha-
gen-Bibliothek unterstitzen. Durch Lernen
aus vorhandenen Daten kann die Kl dann Anti-
kérpersequenzen vorschlagen, welche erfolg-
reichere Ergebnisse liefern kénnten, wodurch
die Bibliothek fir ein effektiveres Screening op-
timiert wird. In Kombination mit der zuvor be-
schriebenen Datenanalyse und anderen Tech-
nologien, wie z.B. Kl-basierte Strukturanalysen,
kann die KI mit jeder Runde des iterativen Pha-
gen-Displays dazulernen und dadurch beitra-
gen, den Prozess zu verbessern. Die Kl kann
so auch lernen, sogenannte Verzerrungen im
Bindungsverhalten, die aus unterschiedlichen
Griinden im Prozess vorkommen kénnen, zu er-
kennen und somit bei der besseren Auswahl der
richtigen Kandidaten zu unterstitzen. Durch
Kombination verschiedener KI-Modelle kann
die Vorhersage noch robuster und zuverlassiger
gemacht werden [9].

Kl IN DER IMPFSTOFFENTWICKLUNG

Im Rahmen der Impfstoffentwicklung kann Ki
bspw. zur Epitopvorhersage, zur Epitopselek-
tion oder zur Epitopbindungsvorhersage einge-
setzt werden (siehe Abb. 6) [9].

Bei der spezifischen Impfstoffklasse der mRNA-
basierten Vakzinen dient Kl unter anderem zur
Sequenzoptimierung und optimalen Formulie-
rung bspw. mit Lipidnanopartikeln. Durch diese
Optimierungen soll im Koérper der Geimpften
eine erhohte Proteinproduktion pro Dosis bei
minimaler Toxizitdt sichergestellt werden. So
hat die Firma BioNTech fiir den Einsatz in seiner
mRNA-Impfstoff-Entwicklung z.B. den mRNA
Optimizer entwickelt, ein Sprachmodell (Large
Language Model, LLM) zur Vorhersage der

Translationseffizienz von mRNA in Protein, wel-
ches derzeit zu den modernsten Modellen zahlt.
Ein weiteres Kl-Tool von BioNTech ist der Oligo
Optimizer, mit dessen KI-Optimierungsalgorith-
men die Forschenden bei BioNTech die Erfolgs-
quote bei der komplexen und fehleranfalligen
Verknipfung von kurzen DNA-Oligos zu langen
DNA-Strangen um 36 absolute Prozentpunkte
gegenuber dem Branchenstandard verbessern
konnten. Auch mit seiner spezifischen Kl-Platt-
form zur Analyse von ELISpot (Enzyme-Linked
ImmunoSpot) Labortests konnte BioNTech mit-
tels Kl effizienter werden. Der Einsatz beschleu-
nigt die Analyse um den Faktor 8 (voll automa-
tisiert sogar um den Faktor 40) im Vergleich zur
manuellen Analyse mit einer Prazision von 98%
(zum Vergleich: Menschliche Expertinnen und
Experten erzielen lediglich eine Prazision von
90%), wobei die Kl 97% aller Experimente selb-
standig auswerten kann und nur noch 3 % ma-
nuell ausgewertet werden missen [61, 9].

KI IN DER PRAKLINISCHEN
ENTWICKLUNG

Die praklinische Phase ist der letzte Schritt, be-
vor ein Wirkstoffkandidat in klinischen Studien
am Menschen getestet wird. In dieser Phase
werden Untersuchungen und Tests in vivo (d.h.
im lebenden Organismus, z.B. ein Versuchstier)
und in vitro (d.h. ,im Reagenzglas®) durchge-
fuhrt, um die Sicherheit, die Wirksamkeit und
die pharmakologischen Eigenschaften eines
Wirkstoffs zu bewerten. So soll ein detailliertes
Verstandnis gewonnen werden bzgl. der biolo-
gischen Aktivitat des Wirkstoffs, seines Wirkme-
chanismus, des Toxizitatsprofils, der Pharmako-
kinetik (d.h., wie der Kdrper den Wirkstoff auf-
nimmt, verteilt, metabolisiert und ausscheidet)
und Pharmakodynamik (d.h., wie der Wirkstoff
mit dem Zielorganismus interagiert). Parallel zu
den biologischen Tests wird an der Formulie-
rung des zukiinftigen Arzneimittels gearbeitet,
um die L3slichkeit des Wirkstoffs, seine Stabili-
tat, Dosierbarkeit sowie Art und Weise der Ver-
abreichung als Medikament zu optimieren. Au-
Rerdem dient diese Phase der Dosisfindung —
mit sicherer Anfangsdosis fir die anschlieen-
den klinischen Studien am Menschen sowie ei-
ner guten Einschatzung bzgl. der Dosierungs-
spanne fur ein Maximum an gewilinschter Wir-
kung und ein Minimum an Nebenwirkungen.

Die praklinische Entwicklung unterliegt einer
starken Regulierung, um sicherzustellen, dass
moglichst nur sichere und wirksame Wirkstoffe
in die klinische Phase Ubergehen.



Im Folgenden sollen mdgliche Kl-Anwendun-
gen im Bereich der Praklinik entlang der prakli-
nisch untersuchten Parameter ADME/Tox (Ab-
sorption, Distribution, Metabolisierung, Exkre-
tion, Toxizitat) beschrieben werden [9]:

Absorption

Kl wird verwendet, um Vorhersagen zur Absorp-
tion, d.h. zur Aufnahme, eines Wirkstoffs im Kor-
per nach der Einnahme zu erstellen. Die Kl ana-
lysiert dazu Wirkstoff-Eigenschaften wie LOs-
lichkeit und Permeabilitat (d.h. die Durchlassig-
keit, z.B. durch die Darmschleimhaut) und simu-
liert die Interaktionen mit biologischen Membra-
nen. Machine-Learning-Modelle kénnen dabei
aus grof3en Datensatzen mit chemischen Struk-
turen und Absorptionsprofilen lernen und darauf
basierend die Absorptionsraten neuer Wirk-
stoffe mit hoher Genauigkeit vorhersagen.

Distribution

Ebenso kénnen Kl-Modelle Vorhersagen Uber
die Distribution von Wirkstoffen treffen, d.h., wie
sich diese im Korper verteilen, welche Gewebe
sie erreichen und in welcher Konzentration.
Dazu verarbeiten die KI-Modelle grole Mengen
von pharmakokinetischen Daten. Ein Anwen-
dungsbeispiel ist ein mit entsprechenden Struk-
tur- und Permeabilitdtsdaten trainiertes Modell
zur Vorhersage, ob ein Wirkstoff die Blut-Hirn-
Schranke Uberwindet [62].

Metabolisierung

Um Vorhersagen Uber die mdgliche Metaboli-
sierung von Arzneimitteln abzuleiten, nutzt Kl
entsprechend vorhandene Daten tber moleku-
lare Strukturen und bekannte Stoffwechsel-
wege und kann darauf aufbauend komplexe In-
teraktionen zwischen Arzneimitteln und Enzy-
men des Koérpers analysieren und diese fur eine
Vorhersage verwenden. So kénnen Forschende
mit Hilfe der KI die metabolische Stabilitat des
Arzneimittels, mdgliche Stoffwechsel- und Ab-
bauprodukte, die im Korper daraus entstehen,
sowie mogliche Wechselwirkungen mit anderen
Medikamenten im Voraus besser einschéatzen,
was flr die Beurteilung der Sicherheit und Wirk-
samkeit neuer Arzneimittel entscheidend ist.

Exkretion

Um Vorhersagen zur Exkretion von Medika-
menten zu treffen, analysiert eine Kl-Anwen-
dung bestehende Daten zur chemischen Struk-
tur des Wirkstoffs, zu physiologischen Eigen-
schaften der Patientinnen und Patienten und zu
den zu erwartenden Interaktionen mit anderen
Stoffen im Koérper. Die Kl erkennt Muster und

kann daraus eine Vorhersage ableiten, auf wel-
chem Weg, wie schnell und in welchem Ausmalf}
ein Medikament aus dem Korper wieder ausge-
schieden wird. Dies dient dazu, die Dosierung
zu optimieren und Nebenwirkungen mdglichst
Zu minimieren.

Toxizitat

Ebenso kdnnen KI-Modelle trainiert werden, um
die Toxizitdt von Substanzen vorherzusagen —
in vitro, im Tiermodell und klinisch im Men-
schen. Auch hier baut man auf die verfligbaren
Informationen aus Toxizitatstests zahlreicher
schon getesteter Substanzen. Die Modelle ler-
nen mit jedem neuen Datenpunkt hinzu und
kénnen auch miteinander kombiniert werden,
so dass ein Transferlernen die Modelle weiter
verbessert.

Ganz konkret werden Kl-Vorhersagen bereits
genutzt, wenn es um die Metabolisierung von
Arzneimitteln durch die oxidierenden Leber-En-
zyme aus der Cytochrom-P450 (CYP)-Superfa-
milie geht. CYPs leisten einen wichtigen Beitrag
bei der Verstoffwechselung wasserunléslicher
Stoffe durch Oxidation. Diese werden dadurch
besser wasserldslich und kénnen schneller aus
dem Korper ausgeschieden werden. Als Sub-
strate fungieren sowohl kdrpereigene (z.B. bei
der Synthese bestimmter Hormone) als auch
korperfremde Stoffe (wie z.B. Arzneimittel).
Neue Wirkstoffe scheitern haufig daran, dass
sie in der Leber durch CYPs zu schnell abge-
baut werden oder dass sie die lebenswichtigen
CYP-Enzyme hemmen. Bei vielen unerwiinsch-
ten Arzneimittelwechselwirkungen sind CYPs
involviert und diese unerwiinschten Wirkungen
sind einer der Hauptgriinde fiir den vorzeitigen
Abbruch der Arzneimittelentwicklung und die
Marktricknahme zugelassener Medikamente.
Die Vorhersage der Wechselwirkung von Arz-
neimitteln mit CYP450-Enzymen ist daher ent-
scheidend, um die Pharmakokinetik von Arznei-
mitteln, potenzielle Medikamentenwechselwir-
kungen und individuelle Unterschiede im Arz-
neimittelmetabolismus zu verstehen.

Der Einsatz von Kl kdonnte auch entscheidend
mithelfen, in Zukunft méglichst ganz auf Tierver-
suche in der Praklinik verzichten zu koénnen.
Hierbei spielt die quantitative Systempharmako-
logie (QSP) eine besondere Rolle, welche die
Interaktionen zwischen einem Wirkstoff und ei-
nem biologischen System analysiert und prog-
nostiziert. Mit Hilfe von QSP ware eine tierver-
suchsfreie Praklinik theoretisch vorstellbar.
Auch der FDA Modernization Act 2.0 enthalt
bspw. eine Bestimmung, auf deren Basis ein



Prufpraparat-Antrag (Investigational New Drug
Application, IND) méglich ist, ohne notwendi-
gerweise eine Evidenzbasis aus Tierversuchen
zu haben. Gerade hier — d.h. bei der Simulation
solcher komplexen biologischen Prozesse —
kénnen KI-Modelle ihre Starken ausspielen,
wenn sie mit einer gro3en Datenmenge aus ex-
perimentell durchgefihrten préaklinischen Stu-
dien trainiert wurden.

Jedoch bleibt abzuwarten, wann Kl-Modelle so
prazise Vorhersagen machen, denen For-
schende und Zulassungsbehdrden so ver-
trauen, dass Tierversuche in absehbarer Zu-
kunft vollstandig ersetzt werden kénnten. Das
Prinzip der ,3R* (Replace, Reduce, Refine) for-
dert, die Zahl der Versuche zu begrenzen und
das Leid der verwendeten Tiere auf ein uner-
lassliches MaR zu verringern. Die konsequente
Umsetzung ist nicht nur ethischer Standard,
sondern zudem Voraussetzung, dass Tierversu-
che von den zustandigen Behdrden genehmigt
werden. So ist zu erwarten, dass entspre-
chende Kl-Modelle bereits fur die regulatori-
schen Anforderungen teilweise unumganglich
werden kdnnten.

KI'IN DER KLINISCHEN ENTWICKLUNG

Da der Fokus dieser Studie, wie eingangs er-
wahnt, auf den friihen Phasen der (bio)pharma-
zeutischen Wertschopfungskette liegt — insbe-
sondere den ersten Schritten der Medikamen-
tenentwicklung — soll auf die klinische Entwick-
lung und den Einsatz von Kl in dieser Phase der
Medikamentenentwicklung nur kurz eingegan-
gen werden. Dennoch sei betont, dass es wich-
tig ist, auch die spateren Phasen, wie die klini-
sche Forschung und die Vermarktung, im Blick
zu behalten. Auch diese Phasen bieten erhebli-
che Potenziale fiir die Sicherung und den Aus-
bau der Wertschépfung in Deutschland bzw.
Bayern. Angesichts der zunehmenden Verlage-
rung klinischer Studien ins Ausland [63] und der
steigenden Gefahr, dass Biotech-Unternehmen
in kritischen Wachstumsphasen ins Ausland
verkauft werden, sind diese Phasen entspre-
chend relevant, um Wertschépfung und Innova-
tionskraft sowie nachhaltige Entwicklung und
Marktnédhe im regionalen Kontext zu férdern
und zu sichern.

,, Fur die Akzeptanz im deutschen Markt sind klinische Studien in Deutschland
immer noch absolut entscheidend. [...] Wenn die deutschen Experten in einem

bestimmten Indikationsgebiet, die von G-BA und IQWiG in ein Hearing eingeladen
werden, eine neue Substanz nicht aus personlicher Erfahrung kennen, weil die
Studien nicht in Deutschland gelaufen sind, was sollen die dann glaubwrdig dazu
sagen? [...] Wir sind in Deutschland in den letzten Jahren in der Durchfiihrung
von klinischen Studien im weltweiten Vergleich nach hinten durchgereicht wor-
den — von ehemals Platz 2 hinter den USA bis 2016 zwischenzeitlich auf Platz 6 in
2021, und nach letztem Stand in 2022 — bei allgemein rlcklaufigen Zahlen — wie-
der knapp auf Platz 4. In Europa haben uns UK und Spanien ein- bzw. Gberholt.
[...] Einer meiner Hauptjobs ist, eine Studie nach Deutschland zu bekommen. Wir
sind da in einem Wettbewerb. Und das ist meine gréfite Sorge, dass wir dadurch
mit der Innovation zurlckfallen, weil wir birokratisch langsam sind, weil wir unné-
tige Schleifen insbesondere in Datenschutz und Vertragsverhandlungs-Marathons
haben, die niemandem nutzen, aber uns Zeit kosten. Ich habe das Riesenproblem,
dass Deutschland innerhalb Europas total zuriickgefallen ist und ich meine
liebe Mihe habe — obwohl wir der gréoRte Auslandsmarkt sind in der Welt aulRer
den USA, die Studien, die wichtig sind, nach Deutschland zu bekommen, damit
deutsche Arzte ihre Hande auf neue Substanzen kriegen, dass sie persénliche Er-
fahrung sammeln kdnnen wahrend der Entwicklung. Denn das bricht immer mehr
weg. Wir haben jetzt gerade so ein bisschen die Kehrtwende geschafft — mit einer
Allianz aller an der Forschung Beteiligten in Deutschland, also der Uniklinika, der
Auftragsforschungsunternehmen, der forschenden Industrie, etc., die alle sagen:
»Wir missen das besser hinbekommen.“ Aber es bleibt meine Sorge...

Vertreterin Big Pharma



In der Phase der klinischen Entwicklung werden
die Sicherheit und die Wirksamkeit neuer Arz-
neimittel am Menschen untersucht. Die klini-
sche Entwicklung ist streng reguliert und folgt
einer definierten Abfolge von Phasen — von den
ersten Tests mit Menschen bis hin zur Zulas-
sung durch die Arzneimittelbehdrden.

Kl kann in verschiedenen Phasen der klinischen
Entwicklung zum Einsatz kommen. Einen Uber-
blick uber diese Phasen sowie einige Einsatz-
moglichkeiten von Kl in klinischen Studien gibt
Abb. 7.

Jede Phase der klinischen Entwicklung muss
sorgfaltig geplant, durch Ethikkommissionen
und Arzneimittelbehdrden genehmigt sowie ge-
nau nach Plan mit umfassender Datenerhebung

Abb. 7:

und -analyse durchgefihrt werden, um die
Durchfiihrung der nachsten Studienphase zu
rechtfertigen. Wie eingangs von Kapitel 2 be-
reits beschrieben, ist der gesamte klinische Pro-
zess teuer, zeitaufwendig und mit zahlreichen
gesetzlichen Anforderungen verbunden.

In jeder Phase wird mehr und mehr Kl einge-
setzt: Die US-amerikanische Food and Drug
Administration (FDA) erhielt in den Jahren 2016
bis 2022 etwa 300 Antrage, die Kl oder maschi-
nelles Lernen involvierten. Uber 90 % dieser
Antrage wurden in den letzten beiden Jahren
eingereicht, die meisten davon betrafen die An-
wendung von Kl in der klinischen Entwicklung
[64, 9].
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Auf einige der Einsatzmdglichkeiten von Kl in
klinischen Studien soll im Folgenden noch kurz
eingegangen werden, fiir weitere sei auf die an-
gegebenen Quellen [9, 13, 8] verwiesen.

Eine haufige Herausforderung bei klinischen
Studien ist z.B. die Rekrutierung einer ausrei-
chend grof3en Gruppe von Probandinnen und
Probanden — Untersuchungen hierzu besagen,
dass nur rund ein Drittel der Studien den ge-
planten Anmeldestand erreichen [65, 8]. Nach
Beginn der Studie kann eine unzureichende Be-
teiligung der Betroffenen ebenfalls zur Verlan-
gerung beziehungsweise zum Scheitern der
Studie fihren [9, 13, 8].

Kl kann hier in verschiedenen Schritten des
Prozesses eingesetzt werden, um die Erfolgs-
chancen und die Aussagekraft von klinischen
Studien zu steigern. So kann Kl bei der intelli-
genten Auswahl von Teilnehmenden vor Beginn
der Studie helfen. Im Sinne einer praziseren
und personalisierten Medizin kébnnen mit Unter-
stlitzung von Kl die Genomprofile oder andere
Biomarker von potenziellen Probandinnen und
Probanden analysiert werden, um sicherzustel-
len, dass sie dem Entwicklungsprofil des Wirk-
stoffs entsprechen. Ebenso kénnen individuelle
Stoffwechselmerkmale analysiert werden, um
eine Dosierung individuell anzupassen.
Dadurch dass die Homogenitat der Gruppe an
Studienteilnehmenden verbessert wird, steigen
die Erfolgschancen der klinischen Studie. In
Folge kann das Medikament besser auf die in-
dividuellen Bedarfe der Betroffenen abgestimmt
werden [66, 8].

Wahrend der Studie kann Kl-unterstitztes
Monitoring von Teilnehmenden (z.B. mit Chat-
bots, Kamera- oder Wearables/Sensoreinsatz)
dazu dienen, die Dropout-Rate zu reduzieren
und damit die Erfolgschancen der Studie zu
steigern. Wearables kénnen bspw. genutzt wer-
den, um — mit Zustimmung der betroffenen Per-
son — automatisch relevante Daten zu erfassen
und Kl-basiert in Echtzeit auszuwerten. Durch
eine vorausschauende Kl-Auswertung kdnnen
eventuelle Probleme bereits frihzeitig erkannt
und kompensiert werden [25, 8].

Die Kl kann auf diese Weise eine Vorhersage
des potenziellen Drop-Out-Risikos von Proban-
dinnen und Probanden fir ein bestimmtes Stu-
diendesign erstellen und darauf aufbauend kon-
nen Anpassungen im Design z.B. hinsichtlich
der Einnahmemenge oder -haufigkeit vorge-
nommen werden [4, 8].

Neben diesen Anséatzen zur Verbesserung von
klassischen klinischen Studien kann KI auch
dazu genutzt werden, neue Studiendesigns zu
ermdglichen. Im Mittelpunkt dabei steht die
Idee, synthetische — also Kl-generierte — Daten
im Kontext klinischer Studien zu nutzen. Dabei
werden ausgehend von verfliigbaren medizini-
schen Daten klinische digitale Zwillinge der
Probandinnen und Probanden erstellt. Diese
kénnen dann z.B. als virtueller Kontrollarm ei-
ner Studie dienen — statt eines klassischen Kon-
trollarms mit echten Menschen. Die Kl kann die
Ergebnisse der Kontrollgruppe basierend auf
vorhandenen Untersuchungsdaten vorhersa-
gen. Dadurch kann die notwendige Anzahl von
Probandinnen und Probanden deutlich redu-
ziert werden [67, 8].

Es ist moglich, einen solchen Ansatz auf kom-
plett virtuelle klinische Untersuchungen zu er-
weitern. Dazu kann ein bestehender Datensatz
verwendet oder kinstlich erweitert werden. Es
kénnen fehlende Informationen simuliert wer-
den oder mit Hilfe von generativer KI auch zu-
satzliche, synthetische Probandinnen und Pro-
banden erzeugt werden, indem man definierte
Merkmale variiert. Technische Ansatze gibt es
hierzu bereits, allerdings bestehen noch keine
Vorgaben zur Validitat solcher Daten von Seiten
der Zulassungsbehoérden [68, 8].

Im Hinblick auf Kl verlangen Arzneimittelbehor-
den insbesondere eine Erklarbarkeit der KI-Er-
gebnisse, was herausfordernd ist, da aktuell
viele KI-Modelle noch als Blackbox operieren,
d.h. man kann nicht unmittelbar nachvollziehen,
wie eine Kl-Vorhersage zustande kam. Die Al-
gorithmen zeigen keine kausalen Zusammen-
hange auf, was die Fehleranalyse und auch die
Bewertung von Forschungsdaten durch die Zu-
lassungsbehoérden erschwert [69, 8].

Aufgrund des in der KI-Entwicklung bekannten
Blackbox-Problems sind Unternehmen teil-
weise auch noch skeptisch, was den umfassen-
den Einsatz von Kl in der Wirkstoffentwicklung
betrifft [70, 8]. Forschende suchen jedoch aktiv
nach Mdglichkeiten, das Problem durch An-
satze wie erklarbare Kl (Explainable Al, XAl)
und Techniken des maschinellen Lernens zu 16-
sen [71].

Was den Einsatz von digitalen Zwillingen an-
geht, ist hier ebenso noch nicht mit Gewissheit
absehbar, wie genau physiologische Prozesse
in einem digitalen Zwilling abgebildet werden
kénnen.



Abschliellend sei noch die Datenanalyse sowie
die Erstellung der Dokumentation von Klini-
schen Studien genannt (Clinical Writing, Dos-
sier-Erstellung und -Review). Hier kann genera-
tive Kl ihre Starken ausspielen, indem sie mit
vorhandenen Dokumenten trainiert wird und

Entwirfe erstellt, die dann durch die Fachkraft
gepruft und verfeinert werden kénnen [72, 73,
8]. Dies kann die Qualitat steigern sowie den
Prozess deutlich beschleunigen und effizienter
machen.

2.3. BEISPIELE EINGESETZTER KI-PLATTFORMEN UND KI-TOOLS

Eine Vielzahl von KI-Plattformen und Kl-Tools
wird bereits im Rahmen der (bio)pharmazeuti-
schen Wirkstofffindung und -entwicklung einge-
setzt [70, 8, 74, 75]. Im Folgenden sollen bei-
spielhaft einige wenige davon aufgefihrt wer-
den. Tab. 1 zeigt einen Uberblick dieser Bei-
spiele.

Herausgehoben sei hierbei das in den vorigen
Kapiteln (2.1 und 2.2) schon erwahnte Alpha-
Fold. Es ist eines der bekanntesten Tools fir die
Vorhersage von Proteinstrukturen und wurde
von dem in London ansassigen und von Google
LLC 2014 Ubernommenen Kl-Unternehmen
DeepMind entwickelt. Die erste Version wurde
2018 veroffentlicht. AlphaFold 2 folgte 2020. Die
inzwischen dritte Version AlphaFold 3 von 2024
zeigt enorme Verbesserungen bei der Vorher-
sage von Protein-Strukturen und -Interaktionen
im Hinblick auf die Effizienz und die Genauigkeit
[57]. Diese neue Version geht zudem uber die
Vorhersage von Proteinstrukturen hinaus und
kann nun auch die Interaktionen verschiedens-
ter Moleklile im Organismus, einschliel3lich
DNA, RNA und kleiner Molekiile wie Liganden,
prazise modellieren und die Struktur ganzer
molekularer Komplexe vorhersagen. AlphaFold
3 verwendet ein verbessertes Evoformer-Modul
und ein Diffusionsnetzwerk, um iterativ aus ver-
rauschten Atomwolken klare Molekulstrukturen
zu rekonstruieren [76]. Es Ubertrifft nach ersten
Angaben bisherige Methoden bei der Vorher-
sage von Protein-Ligand-Interaktionen um 50%.

Der Zugang zu Alphafold 3 unterliegt im Ver-
gleich zu Alphafold 2 einigen Einschrankungen.
Forschende kénnen das Tool nur Uber einen
Server und fur nicht-kommerzielle Zwecke nut-
zen. Sie sind auf zehn Vorhersagen pro Tag be-
schrankt und kénnen keine Strukturen von Pro-
teinen berechnen, die mit potenziellen Medika-
menten in Verbindung stehen [76]. DeepMind
begrindet die Einschrdnkungen damit, dass die
DeepMind-Tochterfirma Isomorphic Labs Al-
phafold 3 selbst fur die Arzneimittelforschung
einsetzt [77]. Isomorphic Labs hat im Jan 2024

strategische Forschungskooperationen mit den
Pharmaunternehmen Eli Lilly und Novartis zur
Medikamentenentwicklung bekannt gegeben
[76]. Die Frage um den zukiinftigen Zugang zu
Tools wie AlphaFold fiir Forschende wird kont-
rovers diskutiert [78].

, , Der Altruismus von Google wird
enden. Sie wollen meines Wis-
sens nach nurmehr die Ge-
wichte des Modells bereitstel-
len, aber keinen Server mehr
bereitstellen, um das Modell zu
berechnen. Also im Sinne von:
,Wir geben euch Code, aber
das Rechenzentrum, um das
laufen zu lassen, musst ihr
selbst haben.” Die TechBio-
Start-ups brauchen also Zu-
gang zu Rechenzentren und
Rechenleistung. Ich weil}
nicht, ob das LRZ Start-ups Zu-
gang zu Rechenleistung ge-
wahren kann, aber so etwas
ware sicherlich sinnvoll.

Kl-Expertin
Forschungsinstitution

Ein weiteres bekanntes und viel genutztes Ki-
Tool zur Vorhersage von Proteinstrukturen ist
RoseTTAFold. Es wurde von Forschenden an
der University of Washington entwickelt, im Jahr
2021 — kurz nach AlphaFold 2 — veréffentlicht
und ist frei zuganglich [79].



Tab. 1:

Kl-Plattform/
Kl-Tool

Beschreibung

Priméarer Einsatz

AlphaFold 3

RoseTTAFold

DeepChem

DeepNeural-
NetQSAR

Chemputer

MoLeR

KI-System mit Einsatz von
Deep Learning; entwickelt
von Google-Tochter Deep-
Mind

Nutzt mehrere neuronale
Netze zur schnellen und
genauen Vorhersage von
Proteinstrukturen; entwi-
ckelt an University of
Washington

Open-Source-Framework
fur die Arzneimittelfor-
schung; basiert auf einer
Python-Bibliothek fiir

Machine Learning (ML) und
Deep Learning (DL); wurde

in Zusammenarbeit zwi-
schen Stanford University
und Deep Forest Sciences
entwickelt

Python-basiertes Kl-Sys-
tem; nutzt Deep Neural
Networks; entwickelt bei
Merck & Co.

Kombination von Monte
Carlo Tree Search und

symbolischer KI, inkl. Deep
Neural Networks; entwickelt

an University of Glasgow

Kl-basierte Generierung
neuer moglicher Wirk-

stoffstrukturen auf Basis ei-

ner Auto-Encoder-Struktur,
welche eine von Expertin-

nen und Experten definierte

Bibliothek von méglichen

Strukturbausteinen verwen-
det; von Novartis in Zusam-

menarbeit mit Microsoft
entwickelt

Vorhersage von Protein-
Strukturen sowie Interakti-
onen von Proteinen mit
DNA, RNA, Small
Molecules (molekulare
Komplexe)

Vorhersage von Protein-
strukturen auf der Grund-
lage von Aminosaurese-
quenzen

Identifizierung von Wirk-
stoff-Kandidaten

Hilft bei Vorhersage der
molekularen Aktivitat von
Verbindungen

Ermdglicht automatische
Synthese organischer
Verbindungen; hilft bei
standardisierter Doku-
mentation von Verfahren
zur chemischen Synthese

Generierung neuer Struk-
turvorschlage; im Gegen-
satz zur Strukturgenerie-
rung auf atomarer Ebene
sind dadurch deutlich
schnellere Vorhersagen
mdglich, welche gleichzei-
tig mit hdherer Wahr-
scheinlichkeit einen funkti-
onalen Wirkstoff darstel-
len
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Viele Kl-Tools werden aber auch intern von
Pharma-Unternehmen — oft in Partnerschaft mit
Kl-Expertinnen und -Experten aus Dienstleis-
tungsunternehmen oder der akademischen For-
schung als interne, proprietare Tools entwickelt,
um sie auf den unternehmenseigenen Daten zu
trainieren, die aus wettbewerblichen Griinden
keinem Mitbewerber zuganglich gemacht wer-
den sollen.

Das Feld der Anwendung von Kl in der
(bio)pharmazeutischen Wirkstofffindung und -
entwicklung wachst rasant. Laut einer Analyse
aus dem Jahr 2023 wuchs die Anzahl der Pub-
likationen im Bereich Kl-gestitzter Arzneimittel-
Forschung zwischen 2018 und 2022 mit einer
jahrlichen Wachstumsrate von 34%, die Anzahl

der Patente in diesem Feld mit jahrlicher
Wachstumsrate von 17% [13]. Mit Gber 80% fie-
len die allermeisten Publikationen dabei in zwei
Anwendungsbereiche: zum einen in den Be-
reich ,Verstehen von Krankheitsursachen®, d.h.
Target-Identifizierung und -Validierung; zum an-
deren in den Bereich ,Optimierung von Small
Molecules® im Rahmen der Wirkstofffindung
[13].

Die meisten Investitionen aus privater Hand
konzentrieren sich auf die kommerziell interes-
santesten Therapiebereiche. So wurden rund
70% der Kl-bezogenen Investitionen der letzten
finf Jahre (2018-2022) in den Bereichen Onko-
logie, Neurologie und COVID-19 getatigt [13].

2.4. ANWENDER VON KI IN DER (BIO)PHARMAZEUTISCHEN
WIRKSTOFFFINDUNG UND -ENTWICKLUNG

Das Thema Kl ist in aller Munde und praktisch
alle fihrenden Pharma- und Biotech-Unterneh-
men beschaftigen sich mit dem Einsatz von KI.
Verschiedene aktuelle Studien [9, 13, 84, 8]
nennen eine Reihe von Fallbeispielen, wie
Pharma- und Biotech-Unternehmen KI bereits
einsetzen, welche unternehmensinternen Initia-
tiven dazu geschaffen wurden und welche Part-
nerschaften hierbei geschlossen wurden.

Trotz der steigenden Investitionen und der For-
schungsaktivitaten, um Kl-Tools insbesondere
fur die oben genannten Bereiche ,Verstehen
von Krankheitsursachen® und ,Optimierung von
Small Molecules” zu entwickeln, bleibt laut einer
aktuellen Studie [13] die Annahme und der Ein-
satz solcher Tools immer noch etwas zurtick. So
geben in dieser Umfrage weniger als ein Drittel
der Umfrageteilnehmer (ber alle Segmente der
Pharma- und Biotech-Branche hinweg an, dass
sie KlI-Tools bereits in taglicher Routine nutzen.
In dieser Umfrage zeigte sich ebenfalls, dass
die Annahme und der Einsatz von KI-Tools in-
nerhalb der Branche variiert. So ist insgesamt
die Wahrscheinlichkeit derzeit groRer, dass es
die Arzneimittelforschung in der Industrie ist, die
systematisch Kl-Ansatze einsetzt, als die aka-
demische Forschung. Bei letzterer ist die An-
nahme und der Einsatz von Kl-Tools sehr unter-
schiedlich und konzentriert sich in der Regel auf
Open-Source-Tools. Selbst innerhalb der In-
dustrie gibt es ein sehr weites Spektrum bzgl.
der Annahme und des Einsatzes von Ki-Tools.

Angefiihrt wird das Feld hier von sogenannten
LAl-first Biotechs*, die ihre gesamten F&E-Ab-
l&ufe und ihr Wertversprechen auf Kl-Tools auf-
bauen. Am anderen Ende des Spektrums finden
sich einige Pharma- und Biotech-Unternehmen,
die vielleicht gerade einmal erste Pionierversu-
che zum Einsatz von Kl in der Wirkstofffindung
und -entwicklung machen [13].

Unternehmen wie die Al-first Biotechs schaffen
aus der Verbindung von Technologie und Biolo-
gie ein neues Modell, einen Paradigmenwech-
sel. Daraus entstand fur derartige Unternehmen
auch die Bezeichnung ,TechBio“. Diese neue
Gruppe der TechBio-Unternehmen entwickelt
sich insbesondere an der Schnittstelle zwischen
Kl und Biowissenschaft.

Die Studie von BCG/Wellcome [13] von 2023
enthalt eine Liste von 228 Al-first Biotechs, die
in die dortige Analyse eingeschlossen wurden —
davon mit biotx.ai aus Potsdam ein Unterneh-
men mit Hauptsitz in Deutschland. Eine weitere
Studie von McKinsey [85] von 2023 enthalt eine
Liste mit 82 ,Al-driven drug discovery“-Unter-
nehmen, die in die dortige Analyse einbezogen
wurden. Der Report von EY/BIO Deutschland
[84] von 2024 fiihrt eine Liste mit 28 ausgewahl-
ten deutschen Biotech-Start-ups an, die Kl nut-
zen — darunter mit den in Minchen ansassigen
Unternehmen molab.ai sowie Noselab zwei Un-
ternehmen in Bayern.



In einer aktuellen Umfrage der BioM [1] unter
den Akteuren im BioM-Okosystem gaben (iber
die Halfte der Umfrageteilnehmer an, dass sie
Kl bereits in irgendeiner Weise im Unternehmen
einsetzen.

Dabei nutzen 27% der antwortenden Unterneh-
men Kl fur ,Datenanalyse und Mustererken-
nung in groflen Datensatzen (Big Data)“, 23%
in der ,Forschung und Entwicklung neuer The-
rapien“, 12% fur die ,Verbesserung von diag-
nostischen Tools und Verfahren, 12% fir die
,Optimierung von Produktionsprozessen®, 9%
fur ,personalisierte Medizin und Patientenver-
sorgung“ sowie 15% fir ,andere Anwendun-
gen“, worin auch ,Marketing und Kommunika-
tion* enthalten ist [1].

Die neuen Geschiftsmodelle der TechBio-Un-
ternehmen, die meisten davon Start-ups,

Erfolgsbeispiele

Exscientia

basieren auf der Verknlpfung dieser beiden
Technologien — Kl und Biowissenschaft — und
der Anwendung in der Arzneimittelentwicklung.

Beispiele hierfir sind die beiden britischen Un-
ternehmen Exscientia (siehe Info-Box in diesem
Kapitel 2.4 sowie Tab. 2 in Kapitel 2.5) oder
BenevolentAl (siehe auch Tab. 2 in Kapitel 2.5)
sowie das US-amerikanische Unternehmen
Recursion Pharmaceuticals (siehe folgende
Info-Box in diesem Kapitel 2.4 sowie Tab. 2 in
Kapitel 2.5), die eigenstandig Wirkstoffe entwi-
ckeln, aber gleichzeitig durch das Eingehen von
strategischen Allianzen aufgrund ihrer Kl-Tools
auch Meilensteinzahlungen erhalten, wie z.B.
BenevolentAl durch die mehrjahrige strategi-
sche Partnerschaft mit AstraZeneca [9, 10, 8,
86].

Das in Oxford (UK) ansassige TechBio-Unternehmen Exscientia nutzt Kl zur kombinierten
Auswertung von genetischen Daten und wissenschaftlicher Literatur zur Vorhersage mog-
licher Wirkstoff-Targets. Mit dieser Technologie konnte in Zusammenarbeit mit Evotec ein
neuer Wirkstoffkandidat im Indikationsgebiet Onkologie innerhalb von nur acht Monaten
identifiziert werden. Dieser war 2021 der erste durch Kl entwickelte Wirkstoff, der fur klini-
sche Studien zugelassen wurde [87, 88, 8]. Der Einsatz der Kl-Plattform von Exscientia hat
den Zeitraum fur die ldentifizierung des Wirkstoffes von 5-6 Jahren auf 8 Monate

verkiirzt [87].

Exscientia gibt an, dass man die Entdeckungsphase bei seinen bisher acht Kl-designten
Medikamentenkandidaten auf 15 bis 18 Monate reduziert hat. Der Industriedurch-

schnitt liegt bei vier bis fiinf Jahren [89].

Exscientia nutzt seine Kl-Plattform auch in Partnerschaften mit groRen Pharma-Unterneh-

men, z.B. Sanofi und Merck KGaA [89].



Erfolgsbeispiele

Recursion Pharmaceuticals

Das US-Unternehmen Recursion Pharmaceuticals entdeckt potenzielle neue Wirkstoffkan-
didaten mithilfe der unternehmenseigenen KiI-Plattform, die fortschrittliche Machine-Learn-
ing-Technologien nutzt. Sie basiert laut Unternehmen auf einem Datensatz mit mehr als
funf Billionen biologischen und chemischen Beziehungen. Enthalten sind zudem Informa-
tionen von 50 verschiedenen menschlichen Zelltypen und eine Bibliothek mit etwa 1,7 Mil-
lionen Small Molecules [89]. Die Rechenarbeit Ubernimmt einer der derzeit leistungsstarks-
ten Supercomputer der Welt namens BioHive-1.

In nur einer Woche gelang es dem Unternehmen, die unglaubliche Zahl von 36 Milliarden
chemischer Verbindungen auf potenzielle Wechselwirkungen zwischen Wirkstoffkandi-
daten und Targets zu analysieren; nach Berechnungen des Unternehmens hatte dies mit
herkommlichen Methoden schatzungsweise 100.000 Jahre gedauert [90].

Recursion hat flinf eigene Wirkstoffkandidaten in klinischer Phase Il und nutzt seine Ki-
Plattform ebenfalls in Partnerschaften mit groRen Pharma-Unternehmen, z.B. mit Bayer
oder Roche/Genentech [89, 91].

Erfolgsbeispiele

Fusion und Partnerschaften

Recursion Pharmaceuticals und Exscientia gaben im August 2024 ihre Fusion fiir das Friih-
jahr 2025 bekannt. Dadurch entsteht eine der grof3ten Kl-basierten Arzneimittel-Pipelines
in der Branche [92].

Diese Fusion von zwei der prominentesten Vertreter von ,Al-first Biotech / TechBio“-Unter-
nehmen kdnnte auf einen moglichen Konsolidierungstrend in diesem Bereich hindeuten,
wobei diese Unternehmen bestrebt sind, gréRere Einheiten von kritischer Masse aufzu-
bauen [92, 85].

Der Zusammenschluss baut auf den laufenden Bestrebungen dieser Unternehmen auf, die
Kl-gestutzte Arzneimittelforschung voranzutreiben. Dazu gehért auch die viel beachtete
Partnerschaft von Recursion mit NVIDIA, eines der grofien Tech-Unternehmen im Feld Ki
[93]. Im Mittelpunkt steht hierbei BioHive-2, ein in der Pharma-Industrie fihrender Super-
computer, der fiir die Bewaltigung der Komplexitat der biologischen Forschung entwickelt
wurde. Dies verdeutlicht weitere Trends:

Viele der groRRen ,,Tech“-Unternehmen setzen strategisch auf ,Bio® d.h. den Einsatz von
Technologie im Bereich Life Sciences & Health, was sich in Investitionen und entsprechen-
den Partnerschaften mit Pharma-, Biotech- und TechBio-Unternehmen ausdrtickt.

Die ,Al-first Biotech/TechBio“-Unternehmen gehen Partnerschaften sowohl mit
,»BigTech“ als auch mit ,,BigPharma“ ein. So hat Recursion Partnerschaften u.a. mit
Roche/Genentech und Bayer [91]; Exscientia zahlt u.a. die Pharma-Unternehmen Sanofi,
Merck KGaA und Bristol-Myers Squibb [92] zu seinen Partnern und baut seine Plattform
auf Technologie des ,BigTech“-Partners AWS [94].



Etablierte Pharma-Unternehmen investieren
zum einen nun zunehmend intern in den Aufbau
von KI-Einheiten, die proprietare Kl-Tools entwi-
ckeln, um Algorithmen mit den Ergebnissen ih-
rer eigenen Forschungsabteilung zu trainieren.
Zum anderen sind auch Kooperationen mit ex-
ternen Kl-Dienstleistern, d.h. mit TechBio-Un-
ternehmen, stark angestiegen und nicht zuletzt
finden auch vermehrt entsprechende Akquisiti-
onen statt, d.h. es gibt einige Anzeichen fiir eine
gewisse Konsolidierung unter diesen Unterneh-
men.

So hat— um nur einige wenige Beispiele zu nen-
nen — Genentech bspw. 2021 das TechBio-Un-
ternehmen PrescientDesign, welches Machine
Learning fur die Antikérper-Entwicklung anwen-
det, akquiriert [85]. BioNTech hat InstaDeep
Ubernommen, um den Aufbau von Kapazitaten

Abb. 8:
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in der Kl-gesteuerten Wirkstoffentwicklung so-
wie in der Entwicklung von Immuntherapien und
Impfstoffen zu unterstiitzen [95].

Strategische Partnerschaften zwischen
Pharma-Unternehmen und TechBio-Start-ups
nehmen zu; Pharma-Unternehmen — wie bspw.
Sanofi mit seiner ,All-in-on-Al“-Strategie [96, 9]
— setzen auf Kl, um ihre F&E-Bemiihungen zu
beschleunigen; und die Ubernahmen im Jahr
2023 stiegen sprunghaft an, was das wach-
sende Interesse an innovativen Technologien
und Plattformen verdeutlicht [90].

Abb. 8 zeigt einige Beispiele fir Partnerschaf-
ten zwischen (Bio)Pharma-Unternehmen und
TechBio-Unternehmen sowie fir Investments
von (Bio)Pharma-Unternehmen in TechBio-Un-
ternehmen.
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Fur Unternehmen bieten sich — wie bereits er-
wahnt — Méglichkeiten fur neue Geschéaftsmo-
delle. AuRerdem bieten sich Mdglichkeiten zum
Aufbau eines digitalen Okosystems zur ge-
meinschaftlichen Datennutzung [8]. Dies
setzt allerdings die Bereitschaft und Moglichkeit
zum Daten-Teilen voraus — und dies im Rahmen
eines Systems mit aktiver Koopetition. Unter
Koopetition ist hier die Kooperation von Unter-
nehmen in bestimmten Bereichen, wie z.B. der
Forschung, zu verstehen, obwohl diese Unter-
nehmen im direkten Wettbewerb zueinander
stehen. Der verstarkte Einsatz von Kl macht die
eigenen Daten aber potenziell auch zu einem
Wettbewerbsvorteil, was dem Daten-Teilen wie-
derum entgegensteht. Einen Mittelweg kénnte
hier der Austausch von Metadaten darstellen,
indem bspw. nicht die tatsachlichen Strukturen
der jeweiligen Wirkstoffe geteilt werden, son-
dern nur die chemischen Unterschiede zwi-
schen den Verbindungen [97, 8]. In klinischen
Studien kénnten bspw. die Daten der Placebo-
Gruppe in anonymisierter und aggregierter
Form als Basis fiir die Erstellung digitaler Zwil-
linge frei geteilt werden, denn hierbei handelt es
sich um qualitativ hochwertige Daten, die keine
Informationen Uber den untersuchten Wirkstoff
enthalten [8].

Insgesamt profitieren die beteiligten Unterneh-
men dabei von Effizienzgewinnen in der Ent-
wicklung, da sie hierbei eine erweiterte Daten-
basis zum Training ihrer firmeneigenen Kl-Mo-
delle erhalten sowie Zugang zu besseren Kil-
Modellen, ohne dabei wettbewerbsrelevante
Daten weitergeben zu missen [8]. Ein Beispiel
fur eine solche vorwettbewerbliche Zusammen-
arbeit wurde bereits im von der Innovative Me-
dicines Initiative 2 Joint Undertaking (IMI2 JU)
der EU finanzierten Projekt MELLODDY (Ma-
chine Learning Ledger Orchestration for Drug
Discovery) geschaffen. Hier haben zehn
Pharma-Unternehmen in Zusammenarbeit mit
Zulassungsbehorden Uber drei Jahre hinweg
ein Machine-Learning-Modell trainiert, welches
dann zur verbesserten Vorhersage der Eigen-
schaften von chemischen Verbindungen dienen

soll [98, 8]. Das Projekt umfasst ein erweitertes
System zum Schutz der Privatsphare, um Be-
denken hinsichtlich des geistigen Eigentums
der Pharma-Unternehmen auszurdumen, die
Daten fur das Training bereitstellen.

Trotz des eingangs beschriebenen Sachver-
halts, dass die Annahme und der Einsatz von
Kl-Tools innerhalb der Branche und ihren Seg-
menten variiert, herrscht laut der von BCG/
Wellcome durchgefihrten Umfrage von 2023
doch ein breiter Konsens Uber das enorme Zu-
kunftspotenzial von Kl-Technologie [13]. So se-
hen 84% der derzeitigen KlI-Nutzer sowie 70%
der Nicht-Nutzer von Kl — und damit die aller-
grote Mehrheit der Befragten — die Auswirkung
(,impact), welche die Kl-Technologie in den
kommenden finf Jahren auf die Wirkstofffin-
dung und -entwicklung haben wird, als bedeut-
sam (,significant) oder gar transformativ
(,transformative®).

, , Generative Kl hat trans-
formativen Charakter.

Vertreterin Big Pharma

Und wie eingangs von Kapitel 1.1 schon be-
schrieben, bewerten auch unter den Akteuren
im BioM-Cluster rund 60% der Befragten das
Potenzial von KI fur die Zukunft der Biotechno-
logie mit ,sehr hoch — Kl wird entscheidende
Durchbriiche erméglichen* und weitere rund
30% sehen in Kl ,ein nitzliches Werkzeug unter
vielen weiteren® [1]. Auch hier wird also von den
Akteuren im Cluster in Uberwiegender Mehrheit
Kl und ihren Anwendungen ein enormes Poten-
zial zugesprochen.



2.5. MEHRWERT DURCH KI IN DER (BIO)PHARMAZEUTISCHEN
WIRKSTOFFFINDUNG UND -ENTWICKLUNG

Wie in den vorangehenden Kapiteln anhand der
dargestellten Anwendungsfelder und -falle
deutlich wird, hat KI enormes Potenzial, in den
frithen Phasen der (bio)pharmazeutischen
Wertschdpfungskette Mehrwert zu schaffen, in-
dem sie zum einen neue Targets aufzeigen so-
wie zum anderen Eigenschaften von Molekii-
len vorhersagen kann — inklusive De-novo-De-
sign, Bewertung und Optimierung von Wirkstof-
fen.

, , GenAl ist ,game-changing®.

Sie wird durch die Fahigkeit
zu lernen vieles verandern —

und so helfen, Krankheits-
mechanismen zu entschlis-
seln, Molekule zu designen,
Proteine zu modellieren und
vieles mehr.

Vertreterin Big Pharma

Wie bereits in Kapitel 2.3 erwahnt, konzentrie-
ren sich 80% der Veréffentlichungen in den Jah-
ren zwischen 2018 und 2023 zur Anwendung
von Kl in der Wirkstoffentwicklung auf das Ver-
stehen von Krankheitsmechanismen, die
Target-ldentifizierung sowie die Optimierung
von Small Molecules [13].

Durch die Identifizierung von neuen besseren
Targets und die Vorhersage von Molekileigen-
schaften kann Kl-Einsatz die Entwicklungszeit
verkiirzen und die Erfolgswahrscheinlichkeit
erhdhen, einen sicheren und wirksamen Wirk-
stoff zu entwickeln. Derzeit erreicht namlich —
wie eingangs von Kapitel 2 bereits beschrieben
— nur einer von rund acht Arzneimittelkandida-
ten, die in die klinische Entwicklungsphase ein-
treten, tatsachlich die Zulassung.

Viele Medikamentenkandidaten scheitern be-
reits in der vorklinischen Phase, weil sie nicht
wirksam und/oder sicher genug sind oder weil
sie grof3technisch nicht wirtschaftlich hergestellt
werden konnen. Kl konnte die

Wabhrscheinlichkeit, ein erfolgreiches Arzneimit-
tel zu entwickeln, erhéhen, indem sie frihzeitig
— d.h. so friih wie mdglich in der vorklinischen
Forschungsphase — physikochemische und
physiologische Eigenschaften von Wirkstoff-
kandidaten voraussagt, Kandidaten mit unglns-
tigen Profilen aussortiert, dann die vielverspre-
chendsten Kandidaten optimiert und so die auf
herkdémmliche experimentelle Methoden ge-
stltzte Entscheidungsfindung erganzt. Dies
kénnte in der Folge zu einer hoheren Erfolgs-
rate in klinischen Studien am Menschen fuhren,
denn insbesondere ein Scheitern in spaten Kli-
nischen Phasen kostet dann — wie ebenfalls zu
Beginn von Kapitel 2 bereits beschrieben — viel
Geld und wertvolle Ressourcen. Daher sind
(bio)pharmazeutische Unternehmen sehr daran
interessiert, Wirkstoffkandidaten mit geringen
Erfolgschancen méglichst frih zu erkennen und
herauszusieben.

Ob der Einsatz von Kl zukiinftig tatsachlich die
Erfolgswahrscheinlichkeiten erhoht, lasst sich
gegenwartig noch nicht abschlieRend beant-
worten. Noch zu wenige Medikamente, bei de-
nen Kl maf3geblich zur Entwicklung beigetragen
hat, befinden sich bereits in der klinischen Ent-
wicklung. Aufierdem musste man fir eine defi-
nitive Bewertung die Ursache wissen, warum
ein Wirkstoffkandidat méglicherweise geschei-
tert ist und ob Kl in irgendeiner Weise Einfluss
darauf hat. Die Entwicklung eines Arzneimittels
kann trotz positiver klinischer Daten beispiels-
weise auch aufgrund veranderter Marktbedin-
gungen eingestellt werden.

Andererseits lassen sich Zeitersparnisse und
Effizienzgewinne durch den Einsatz von Ki
bereits heute in einzelnen definierten Anwen-
dungsfallen nachweisen — bspw. wo zeitauf-
wendige Laborexperimente und Analysen, die
sonst durch Menschenhand durchgefihrt wer-
den, entfallen. Ein eindrucksvolles Beispiel da-
fur ist die Vorhersage von Proteinstrukturen mit-
tels Kl-Anwendungen wie AlphaFold oder
RoseTTAFold (siehe auch ausflihrlichere Be-
schreibung dieser Kl-Tools in Kapitel 2.3). Mit
den herkdmmlichen Methoden kann die Ent-
wicklung eines neuen Antikdrpers mehrere Wo-
chen oder Monate dauern. Diese Zeitspanne
I&sst sich durch Kl-basierte Modellierung erheb-
lich verkirzen [99, 57].

Eine Studie von McKinsey [100] sieht folgende
Zeit- und Effizienzgewinne speziell in der Lead-



Identifizierung und -optimierung — der teuersten
und zeitaufwendigsten Phase in der vorklini-
schen Wertschopfungskette: zum einen bei der
Hit-ldentifizierung eine 30-50%ige Beschleuni-
gung im  Small-Molecule-High-Throughput-
Screening, indem Kl-Vorhersagen von Molekiil-
Eigenschaften in iterativen Screening-Schleifen
genutzt werden — gegeniiber einem herkdmmli-
chen Vorgehen mit zufalliger Auswahl der Ver-
bindungen; zum anderen bei der Lead-Optimie-
rung, bei der die Schliisselkennzahl "efficacy
observed" um mehr als das Doppelte verbes-
sert werden, eine mehr als 100-fache Anzahl
von In-silico-Experimenten im Vergleich zum
herkdmmlichen Screening durchgefiihrt sowie
ein schnelleres Design von Verbindungen zur
Optimierung der Wirkstoffverabreichung (Drug
Delivery) erreicht werden kénne.

Eine Reihe von Beispielen fur Zeit- und Kosten-
ersparnisse sowie fur Effizienzgewinne und bis-
herige Erfolge durch den Einsatz von Kl ist in
Tab. 2 zusammengestellt.

Erfolgsbeispiele

MindRank

,, Unsere In-silico-Modelle
fuhren zu bis zu 30% Ein-
sparung in der
Entwicklungszeit.

CEO & Gruinderin TechBio

Weitere eindrucksvolle Beispiele flir Zeit- und
Kostenersparnisse sowie Effizienzgewinne
durch den Einsatz von Kl sind die ausgewahlten
und in den Info-Boxen dargestellten Erfolgsbei-
spiele der Unternehmen Insilico Medicine
(siehe Info-Box in Kapitel 2.2), Exscientia und
Recursion Pharmaceuticals (siehe Kapitel 2.4)
sowie MindRank und Amgen (folgend in diesem
Kapitel 2.5).

Die Software Molecule ProTM von MindRank, einem chinesischen TechBio-Unternehmen,
ermoglicht die Kl-basierte Generierung von Wirkstoffstrukturen ausgehend von der 3D-
Struktur des Targets. Neben der Strukturvorhersage werden auch Eigenschaften zu Ab-
sorption, Distribution, Metabolisierung, Exkretion und Toxizitadt (ADME/Tox) vorhergesagt.
Die Entwicklungs-Pipeline der Firma umfasst mittlerweile 16 Verbindungen. Ein Wirkstoff-
kandidat (Small Molecule GLP-1 Receptor Agonist zur Behandlung von Typ-2-Diabe-
tes/Adipositas) konnte so in 18 Monaten bis zur klinischen Testung (zum Vergleich: rund 8
Jahre mit klassischen Verfahren) entwickelt werden, d.h. tiber 5-mal schneller. Er befindet

sich aktuell in der klinischen Phase Il [101, 8].



Tab. 2:

Unternehmen Beschreibung Quellen
Insilico Medicine = Erster von Grund auf mit KI-designter Wirkstoff, der in klinische Phase eingetreten ist
(CN, US)

= 46 Tage von der Target-ldentifizierung bis zum praklinischen Kandidaten; in der Regel mit herkdmmlichem
Vorgehen dauert es rund 2 bis 3 Jahre > 15-mal schneller als traditionelle Entwicklung

=  Weniger als 30 Monate von Target-ldentifizierung bis Beginn klinische Phase I; gewohnlich bis zu 6 Jahren
- 2-3-mal schneller

= Traditionell von Target-ldentifizierung bis Beginn klinische Phase | Kosten von durchschnittlich rund 400 Mio. USD
- Insilico hier geschatzte 10-mal giinstiger

(siehe ausfiihrlicher in Info-Box in Kapitel 2.2)
Exscientia (UK) = Entdeckungsphase bei ihren bisher acht KI-designten Medikamentenkandidaten auf 15 bis 18 Monate reduziert;
Industriedurchschnitt liegt bei vier bis finf Jahren - Uber 3-mal schneller
= Kooperation mit Sanofi, Merck KGaA
(siehe ausfiihrlicher in Info-Box in Kapitel 2.4)
Exscientia (UK) = April 2021: Erster durch Kl identifizierter Inmunonkologie-Wirkstoff-Kandidat, der fur klinische Studien zugelassen

und Evotec (D) wurde (im Okt 2023 Ph Il angehalten aufgrund von Re-Priorisierung der Pipeline, Exscientia sucht nun nach
Partnering oder Auslizenzierung)

= Plattform von Exscientia hat den Zeitraum flr die Identifizierung des Wirkstoffes von 5-6 Jahren auf 8 Monate
verkurzt > 8-mal schneller

(siehe ausfiihrlicher in Info-Box in Kapitel 2.4)
MindRank = Kl-basierte Generierung von Wirkstoffstrukturen ausgehend von der 3D-Struktur des Targets
(CN, UK) = Kl-basierte Vorhersage von ADME/Tox-Eigenschaften

=  Wirkstoffkandidat (Small Molecule GLP-1 Receptor Agonist zur Behandlung von Typ-2-Diabetes/Adipositas) in 18
Monaten bis klinische Phase (zum Vergleich: rund 8 Jahre mit klassischen Verfahren) - lber 5-mal schneller

(siehe ausfiihrlicher in Info-Box in Kapitel 2.5)



Unternehmen

Beschreibung

Quellen

Amgen

Recursion
Pharmaceuticals (US)

Standigm
(Studkorea)

Quris Al
(Israel; Boston, US)

Peptilogics (US)

"Generative Biologie" zur Biopharmazeutika-Entwicklung

Mit Datenschatz aus den Laboren generative Computermodelle trainiert, damit Wirkstoffkandidaten generiert, Test
im Labor, Feedback ins KI-Modell (generative Schleifen); daraus enorme Zeitersparnis

Zeit bis zur Entdeckung von passendem Antikdrper bereits halbiert, zugleich Erfolgswahrscheinlichkeit, pas-
sendes Antikérpermolekil zu konstruieren, verdoppelt

Amgen nutzt in seinen Forschungszentren innovative Kl-Technologien erfolgreich: Fir die Entwicklung eines Pro-
teinarzneimittels bis zur klinischen Phase bendétigt Amgen heute 60% weniger Zeit als noch vor funf Jahren

(siehe ausfiihrlicher in Info-Box in Kapitel 2.5)

Unternehmenseigene KlI-Plattform: Datensatz mit mehr als flinf Billionen biologischen und chemischen Beziehun-
gen; enthalten sind zudem Informationen von 50 verschiedenen menschlichen Zelltypen und eine Bibliothek mit
etwa 1,7 Mio. kleinen Molekdlen

In nur einer Woche konnte die unglaubliche Zahl von 36 Milliarden chemischer Verbindungen auf potenzielle
Wechselwirkungen zwischen Wirkstoffkandidaten und Targets analysiert werden; nach Berechnungen des Unter-
nehmens hatte dies mit herkommlichen Methoden schatzungsweise 100.000 Jahre gedauert

5 eigene Wirkstoffkandidaten in Phase Il
Datenbank fir Big Pharma (bspw. Partner Bayer, Roche/Genentech)

(siehe ausfiihrlicher in Info-Box in Kapitel 2.4)

Kl-Plattformen fiir Drug Discovery & Drug Repurposing
Identifizierung von Arzneimitteln mit neuen Wirkmechanismen innerhalb von durchschnittlich 7 Monaten im Ver-
gleich zu sonst typischerweise 30 Monaten - iiber 4-mal schneller

Im Jahr 2022 erstes zugelassenes Medikament, das nicht an Tieren, sondern mit Kl getestet und fir den
Menschen zugelassen wurde (miniaturisierte Patient-on-a Chip-Plattform, fehlendes Tiermodell fiir die Krankheit)

Peptilogics nutzt generatives Kl-Modell zur Identifizierung neuer Peptid-Wirkstoffe
Vorhersage-Modelle zur Ableitung von Stoffeigenschaften der generierten Peptide

Entwicklungs-Pipeline mit 6 Kandidaten; ein Wirkstoff fir bakterielle Infektionen in klinischer Phase Il



Unternehmen

Beschreibung

Quellen

Insilico Medicine

AstraZeneca
(mit Benevolent Al)

Oncocross (Seoul)

Eli Lilly
(mit Benevolent Al)

Genomenon (US)

Boehringer Ingelheim
und Phenomic Al

Mit Mayo Clinic, Universitat Zurich, Harvard Medical School und weiteren Instituten

Target-ldentifizierung: 28 Targets mit Kl identifiziert, 18 davon in Tiermodellen fur weitere Entwicklung validiert
Target-ldentifizierung: Hinzufligen einiger Kl-generierter Targets in AstraZenecas Target Portfolio zur Validierung
und Weiterentwicklung

Kombination von genomischen, chemischen und klinischen Daten von AstraZeneca mit BenAl Engine (KI-Target-
Identifizierungs-Plattform mit Netzwerk kontextualisierter wissenschaftlicher Daten (Gene, Proteine, Krankheiten
und Verbindungen) und deren Beziehungen untereinander; mehr als 85 &ffentliche und lizenzierte Datenquellen,
Uber 35 Mio. wissenschaftliche Publikationen und 409 Mio. biomedizinische Beziehungen zwischen verschiede-
nen Datenpunkten)

BenevolentAl auch Kooperation mit Merck KGaA zur Wirkstofffindung

Analyse-Plattform fir Kl-basierte Analyse von Transkriptom-Datenbanken, u.a. fir Drug Repurposing
Pipeline von 16 Wirkstoffkandidaten, davon 4 in klinischen Studien
Drug Repurposing mit proprietarem Wissensgraph und Kl-Algorithmen: Wirkstoff fiir rheumatoide Arthritis inner-

halb von 48 h als Arzneimittel gegen Covid-19 identifiziert (fir hospitalisierte Erwachsene mit Sauerstoffunterstit-
zung)

Globale klinische Studien haben den antiviralen Effekt bestatigt
Software Prodigy ermoglicht Kl-basierte Analyse und Verknipfung von Fachliteratur, Bevdlkerungsdatenbanken,
theoretischen Vorhersagen und anderen Datenquellen zu genetischen Ursachen von Krankheiten

Auf Genomdaten spezialisiertes KI-Sprachmodell; Ergebnisse dann von Fachleuten begutachtet (,human in the
loop®)

Damit Krankheitsmechanismen der Wilson-Krankheit erforscht: mit KI 869 fur das Krankheitsbild relevante Genva-
rianten identifiziert, bis dahin waren nur 235 Varianten bekannt

Partnerschaft, um neue Onkologie-Targets zu identifizieren (insb. Tumorstroma) mit KI-Plattform scTx® von
Phenomic Al (umfangreiche Datenbank mit Einzelzell-RNA-Datensatzen, Transkriptomik-Daten, Bildgebung)

ML-Algorithmen zur Daten-Analyse



Unternehmen Beschreibung Quellen

Merck KGaA » Kl-basierte Lead-Optimierung mit Mercks AIDDISON™ & SYNTHIA™
= Beide auch fir andere als ,Software as a Service® (SaaS) zuganglich

= AIDDISON™ kombiniert ML und CADD-Methoden fir virtuelles Screening grofRer chemischer Rdume und ldentifi-
zierung von Hits sowie Auswahl und Optimierung von Leads (60 Mrd. mdgliche Molekdle)

=  SYNTHIA™-Retrosynthese-Software (Vorhersage chemischer Synthese-Méglichkeiten) kombiniert ML mit mehr
als 100.000 manuell kodierten Reaktionsregein

= AuRerdem Zusammenarbeit mit BenevolentAl sowie Exscientia; bereits drei potenzielle First-in-Class- oder Best-
in-Class-Targets identifiziert

Pfizer = Kl und Supercomputing zur Beschleunigung der Wirkstofffindung und -entwicklung

= Bei Entwicklung der antiviralen oralen Proteaseinhibitor-Kombination Nirmatrelvir/Ritonavir zur Behandlung von
COVID-19 durch Modellierung und Simulation Substanzbibliothek mit 4,5 Milliarden potenziellen Wirkstoffen
innerhalb von 48 Stunden durchsucht

= AuRerdem fir Optimierung von Wirksamkeit und Darreichungsform genutzt

» Durch Einsatz von ML und Supercomputing: reduzierte Rechenzeit um 80 bis 90% und beschleunigte Ent-
wicklungszeit von nur vier Monaten

Sanofi = "All-in-on-Al"-Strategie

= KI, um Forschungsprozesse mittels Automatisierung zu skalieren und durch verbesserte pradiktive Modellierung
zu beschleunigen

» |dentifizierung potenzieller Leads in Anwendungsgebieten wie Immunologie, Onkologie oder Neurologie um 20 bis
30% gesteigert

= Kooperationen mit Exscientia (Target-ldentifizierung bis Lead-Optimierung), Agemia (proprietdre Quantenphysik-
Algorithmen fir Molekll-Modellierung und schneller Hit-Identifizierung), Atomwise (AtomNet-KI-Plattform mit
proprietaren Deep-Learning-Algorithmen zum schnellen und effizienten Screening einer hauseigenen Bibliothek
von Datensatzen zu mehr als 3 Billionen synthetisierbaren Verbindungen), Insilico Medicine (PHARMA.AI-Platt-
form fur Target-ldentifizierung und Small-Molecule-Design; daraus hat Sanofi bereits 13 Kandidaten in Praklinik
und 3 in klinischen Studien)



Unternehmen Beschreibung Quellen

Boehringer Ingelheim » Kl-basierte De-novo-Generierung von Antikérpern

und [BM = Von IBM entwickeltes und vortrainiertes KI-Modell (Basismodell) und Training mit zusatzlichen, firmeneigenen Da-

ten

» In-silico-Generierung neuer menschlicher Antikdrpersequenzen, Screen mittels Kl-basierter Simulation, In-silico-
Optimierung, Produktion im Mini-Mafstab und Tests im Labor fiir beste Binder zur Validierung sowie Feedback-
schleife ins KI-Modell

AbbVie = Kooperation unter Nutzung der Milliner™-Plattform von BigHat, eine Suite von KI-Anwendungen, um Antikérper zu
und BigHat entwerfen und auszuwahlen (Integration von automatisierten Laborexperimenten mit ML-Technologie, iterativer
Zyklus aus "Reagenzglas"-Tests und ML-Modell)

= Maoglichkeit, hunderte rekombinanter Antikorper innerhalb einer Woche in einer einzigen experimentellen Ar-
beitszelle zu synthetisieren, zu reinigen und vollstandig auf Antigen-Antikérper-Interaktion, funktionelle und bio-
physikalische Eigenschaften hin zu testen, ebenso andere Antikérperformate (bi- oder trispezifische Antikorper)
oder Antikdrperfragmente (Nanobodies)

AstraZeneca = Absci vermisst Millionen von Interaktionen zwischen Proteinen und verwendet diese Daten, um sein generatives
und Absci KI-Modell zu trainieren und schlielich therapeutische Antikdrper zu entwerfen und zu validieren
BioNTech =  Erweiterung der Kl-Expertise durch Ubernahme von InstaDeep

= Einsatz von Kl in verschiedenen Bereichen: BioNTech Machine-Learning-Modelle (BioNDeep) zur Analyse der
Genomsequenzierungsdaten bei Identifizierung von Tumorantigenen im Rahmen der individualisierten Neoanti-
gen-spezifischen Immuntherapie

= mRNA Optimizer (Large Language Model zur Vorhersage der Translationseffizienz von mRNA)

= Oligo Optimizer (mit KI-Optimierungsalgorithmen Erfolgsquote bei DNAStrang-Aufbau aus Oligos um 36% gegen-
Uber dem Branchenstandard verbessert)

» ELISpot-KI-Plattform beschleunigt ELISpot-Test-Analyse um Faktor 8 im Vergleich zur manuellen Analyse, mit
Préazision von 98 % ggii. 90% bei menschlichen Expertinnen und Experten; Kl kann 97 % aller Experimente
selbstandig auswerten

(siehe auch Kapitel 2.2, Abschnitt ,KlI in der Impfstoffentwicklung®; sowie Kapitel 2.4)



Unternehmen

Beschreibung Quellen

GSK

Ungenanntes
Biopharma-Unternehmen

Ungenanntes
Biopharma-Unternehmen

Ungenanntes
Biopharma-Unternehmen

Ungenanntes
Biopharma-Unternehmen

Ungenanntes
Biopharma-Unternehmen

Eigener KI-Hub in London mit mehr als 100 Data Scientists und ML-Expertinnen und -Experten

Trainingsdaten fur KI aus GSKs eigenen Datenbanken, UK Biobank (500.000 Personen), von Open Targets,
23andMe

Zusammenarbeit mit NVIDIA, Nutzung der Rechenleistung von NVIDIAs Al-Supercomputer Cambridge-1 zur Ana-
lyse komplexer genetischer Daten

Ein Biopharma-Unternehmen hat mit Hilfe von Kl einen umfassenden Uberblick tiber eine komplexe Indikation
gewonnen, indem es die Kausalitat von Krankheiten durch die Verknipfung von Genomdaten und elektronischen
Krankenakten erschlieRen konnte

Ein Biopharma-Unternehmen hat die Kl-basierten Tools AlphaFold2 und ColabFold bei sich integriert, so dass es
3D-Modelle von fast allen bekannten Proteinen und Protein-Protein-Interaktionen generieren konnte

Dies verkiirzte den Zugang zu den 3D-Protein-Strukturen von 6 Monaten auf wenige Stunden

Ein Biotech-Unternehmen hat mit Hilfe von Kl und eines plattform-basierten Algorithmus zur Wirkstoff-Kandidaten-
Priorisierung seine High-Throughput-Screening (HTS)-Phase signifikant beschleunigen kdnnen (50% Reduzie-
rung der Zeit bis zum Status "75% Hits gefunden")

Ein Biopharma-Unternehmen hat ein generatives Machine-Learning-Modell effektiv eingesetzt, um seine Sub-
stanz-Bibliothek zu erweitern, vielversprechende Wirkstoffkandidaten zu optimieren und deren Wirksamkeit
vorauszusagen

So konnte es die Effizienz der Bibliothekserweiterung deutlich erh6hen um mehr als 60.000 neu generierte
Substanzen

Ein Biopharma-Unternehmen hat Kl mit Vorhersage-Algorithmen verwendet, um die Wahrscheinlichkeit von erfolg-
reichen Pharmakokinetik-Vorhersagen zu maximieren

So konnten 83% der Wirkstoffentwicklungsprojekte in die klinische Phase gebracht werden, ohne dass bzgl.
der Pharmakokinetik der Kandidaten ein Problem auftrat



Kl kann zudem viele Prozesse, die traditionell
sequenziell abgearbeitet wurden, parallel
durchfiihren. Forscherinnen und Forscher ge-
winnen durch den Einsatz von Kl im Ergebnis
Zeit, in der sie sich anderen, komplexeren Auf-
gaben widmen kénnen. Das heilfdt, die Kl ersetzt
nicht erfahrene Wissenschaftlerinnen und Wis-
senschaftler, sondern sie unterstitzt diese in ih-
rer Entscheidungsfindung. Die Technologie
agiert also nicht vollig autonom, sondern sie
wird stets durch menschliches Eingreifen unter-
stutzt und Gberwacht, wobei der Mensch aktiv in
den Entscheidungsprozess eingebunden ist.
Dieses ,,Human-in-the-Loop“-Prinzip fiihrt zu
sichereren und zuverlassigeren Ergebnissen

[9].

Wie grolR die Zeitersparnis Uber die gesamte,
derzeit 10-15-jahrige Entwicklungsdauer eines
Medikaments von der Target-ldentifizierung bis

Erfolgsbeispiele

Amgen

zur Zulassung ist, lasst sich im Moment aller-
dings bisher nur theoretisch abschéatzen, da der
Einsatz von KI entlang der (bio)pharmazeuti-
schen Wertschdpfungskette von Projekt zu Pro-
jekt unterschiedlich ist.

Doch die beschriebenen Anwendungsfelder
und Anwendungsfalle und bisherigen Erfolgs-
beispiele verdeutlichen eindrucksvoll das rie-
sige Potenzial, welches sich nicht zuletzt in den
eingangs von Kapitel 2 bereits erwahnten Ana-
lysen und Einschatzungen von verschiedenen
Unternehmensberatungen widerspiegelt, nach
denen KIl zeitliche und finanzielle Einsparun-
gen von 25 bis 50% in der Arzneimittelent-
wicklung ermoglichen kann [13, 14]. Das ist —
in Anbetracht der hohen Entwicklungskosten fir
ein Arzneimittel von durchschnittlich Giber 2 Mrd.
EUR und der langen Entwicklungszeit von 10-
15 Jahren — ohne Frage ein enormes Potenzial.

Das BioPharma-Unternehmen Amgen verfolgt einen generativen Ansatz zur Biopharma-
zeutika-Entwicklung. Der geschaffene Begriff "Generative Biologie™ lehnt sich an gene-
rative, Kl-basierte Computermodelle an. Solche Modelle nehmen Daten auf, lernen daraus
und erzeugen neue Daten — in diesem Fall neue Proteine [3].

Mit dem Datenschatz aus den Laboren werden generative Computermodelle trainiert und
dann damit Wirkstoffkandidaten generiert. Es folgt deren Testung im Labor und Feedback
ins KI-Modell (generative Schleifen). Daraus resultiert eine enorme Zeitersparnis.

Tatsachlich konnte die Zeit bis zur Entdeckung eines passenden Antikdrpers bereits hal-
biert und zugleich die Erfolgswahrscheinlichkeit, ein passendes Antikérpermolekul zu

konstruieren, verdoppelt werden [3].

Amgen nutzt in seinen Forschungszentren innovative Kl-Technologien erfolgreich:

Fur die Entwicklung eines Proteinarzneimittels bis zur klinischen Phase bendtigt Amgen
heute 60% weniger Zeit als noch vor funf Jahren [2].
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